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第1讲 概率回顾, Markov 链
1.1 概率空间

定义 1.1

一个试验每个可能的结果称为 样本点，所有样本点构成的集合 Ω 称为是这个试验的样本空间. 样
本空间 Ω 的子集 A 称为是一个 事件. 如果样本点 ω 包含在事件 A 中，则记为 ω ∈ A，否则记为

ω /∈ A. 对于事件 A，如果一次试验的结果 ω ∈ A，则称事件 A 发生，否则称事件 A 不发生.

定义 1.2

Ω 的子集族 F 称为一个 σ-域，如果其满足下列条件：

(i) ∅ ∈ F ;

(ii) 如果 A1, A2, . . . ∈ F 则 ∪∞
i=1Ai ∈ F ;

(iii) 如果 A ∈ F , 则 Ac ∈ F .

定义 1.3

(Ω,F) 上的一个 概率测度 P 是一个函数 P : F → [0, 1]，满足：

(i) P (Ω) = 1;

(ii) 如果 A1, A2, . . . 是 F 中的一列不交的元素，即对任意 i 6= j，Ai ∩Aj = ∅，那么

P (∪∞
j=1Ai) =

∞∑
i=1

P (Ai).

由集合 Ω，Ω 的子集构成的 σ-域 F，以及 (Ω,F) 上的一个 概率测度 P 构成的一个三元组

(Ω,F , P ) 称为是一个概率空间. σ-域 F 称为 事件域.

定义 1.4

可测空间 (Ω,F) 上的函数 X : Ω → R 称为是 (空间 (Ω,F) 上的) 一个 随机变量，如果对任意
x ∈ R，有

{ω ∈ Ω : X(ω) ≤ x} ∈ F .

这样的函数称为是 F-可测的.

• 设 X 是以 X 为字母表的一个随机变量.

• 我们用 {pX(x), x ∈ X} 表示 X 的分布, 其中 pX(x) = Pr{X = x}.

• 当不会引起混淆时，我们将 pX(x) 简记为 p(x).
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定义 1.5

设 X 是以有限或可数集 X 为字母表的一个随机变量, 分布为 {p(x), x ∈ X}. X 的支集 (支撑集，
支撑) SX 定义为 {x ∈ X : p(x) > 0}.

如果 SX = X , 则称 X 是严格正的. 否则, 我们称 p 不是严格正的, 或者说 p 包含零概率质量. 上述
所有符号都可以自然地推广到两个或多个随机变量的情况. 正如我们将会看到的, 包含零概率质量的概率
分布非常微妙, 需要极其谨慎地处理.

1.2 全概率公式

定义 1.6

设 A 和 B 是两个事件. 如果 P (B) > 0，则在给定事件 B 发生的条件下事件 A 的条件概率为

P (A|B) =
P (A ∩B)

P (B)
. (1.1)

我们称 P (A) 为 A 的先验概率，而 P (A|B) 为 A 的后验概率.
样本空间 Ω 中的事件族 A1, A2, . . . , An 称为是 Ω 的一个分割或分划，如果

Ai ∩Aj = ∅ (i 6= j 时), 且 ∪n
i=1 Ai = Ω.

我们也称 A1, A2, . . . , An 是一个完备事件组.

定理 1.7: 全概率公式

设 A 和 B 是样本空间 Ω 中的两个事件，其中 0 < P(A) < 1，则

P (B) = P (B|A)P (A) + P (B|Ac)P (Ac).

一般地，设事件 A1, A2, . . . , An 为 Ω 的一个分划，满足对任意 i 有 P (Ai) > 0. 则

P (B) =

n∑
i=1

P (B|Ai)P (Ai).

注记 1.8

实际上全概率公式的条件可以减弱为 B ⊂ ∪n
i=1Ai. 实际上我们补充定义 An+1 = (∪n

i=1Ai)
c，注意

到 P (B|An+1) = 0，从而可得所需结论.

定理 1.9: Bayes 公式

设 A,B 是两个事件，且 P (A), P (B) > 0，则

P (A|B) =
P (B|A)P (A)

P (B)
.

利用 Bayes 公式和全概率公式，我们有如下结论.



1 概率回顾, Markov 链 7

定理 1.10

设 A1, . . . , An 为样本空间 Ω 的一个分划，满足对任意 i 均有 P(Ai) > 0. 则对任意满足 P (B) > 0

的事件 B，有

P (Ai|B) =
P (B|Ai)P (Ai)∑n
j=1(B|Aj)P (Aj)

.

1.3 独立性

定义 1.11

我们称随机变量 X 和 Y 是独立的, 记做 X⊥Y , 如果对任意 x ∈ X , y ∈ Y , 有

p(x, y) = p(x)p(y)

定义 1.12: 相互独立

设 n ≥ 3, 随机变量 X1, X2, · · · , Xn 是 相互独立的, 如果对于任意 x1, x2, · · · , xn, 有

p(x1, x2, · · · , xn) = p(x1)p(x2) · · · p(xn).

定义 1.13: 两两独立

设 n ≥ 3, 随机变量 X1, X2, · · · , Xn 是 两两独立的, 如果对任意 1 ≤ i < j ≤ n, 有 Xi 和 Xj 相互

独立.

相互独立可以推出两两独, 但是反过来不成立.

定义 1.14: 条件独立

对于随机变量 X, Y 以及 Z, 称 X 和 Z 关于 Y 条件独立, 记为 X⊥Z|Y , 如果对任意 x, y and z,

p(x, y, z)p(y) = p(x, y)p(y, z).

或等价地,

p(x, y, z) =


p(x, y)p(y, z)

p(y)
= p(x, y)p(z|y) 如果 p > 0,

0 其他.
(1.2)

命题 1.15

对于随机变量 X, Y , 和 Z, X⊥Z|Y 当且仅当对任意 x, y 以及 z, 其中 p(y) > 0, 有

p(x, y, z) = a(x, y)b(y, z).

证明. “仅当” 部分直接由 (1.2) 中关于条件独立的定义得出, 所以接下来我们证明 “当“部分. 假设对于
任意满足 p(y) > 0 的 x, y, z 有

p(x, y, z) = a(x, y)b(y, z).
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则对于上述 x, y, z, 我们有

p(x, y) =
∑
z

p(x, y, z) =
∑
z

a(x, y)b(y, z) = a(x, y)
∑
z

b(y, z)

以及

p(y, z) =
∑
x

p(x, y, z) =
∑
x

a(x, y)b(y, z) = b(y, z)
∑
x

a(x, y).

又

p(y) =
∑
z

p(y, z) =
(∑

x

a(x, y)
)(∑

z

b(y, z)
)
> 0,

我们有

p(x, y)p(y, z)

p(y)
=

(
a(x, y)

∑
z b(y, z)

)(
b(y, z)

∑
x a(x, y)

)(∑
x a(x, y)

)(∑
z b(y, z)

) = a(x, y)b(y, z) = p(x, y, z).

对于满足 p(y) = 0 的 x, y, z, 注意到

0 ≤ p(x, y, z) ≤ p(y) = 0,

我们可知

p(x, y, z) = 0.

综上由 (1.2) 我们有 X⊥Z|Y , 从而得证.

1.4 Markov 链

定义 1.16: Markov 链

设 X1, X2, · · · , Xn 是一列随机变量, 其中 n ≥ 3, 称 X1 → X2 → · · · → Xn 构成一个马尔可夫链,
如果对任意 x1, x2, · · · , xn, 有

p(x1, · · · , xn)p(x2)p(x3) · · · p(xn−1) = p(x1, x2)p(x2, x3) · · · p(xn−1, xn),

或等价地,

p(x1, x2, · · · , xn)

=

{
p(x1, x2)p(x3|x2) · · · p(xn|xn−1) 如果 p(x2), p(x3), · · · , p(xn−1) > 0

0 其他.

注意到 X⊥Z|Y 等价于我们有马尔可夫链 X → Y → Z.

命题 1.17

X1 → X2 → · · ·Xn 构成一个 Markov 链当且仅当 Xn → Xn−1 → · · · → X1 构成一个 Markov 链.
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命题 1.18

X1 → X2 → · · ·Xn 构成一个 Markov 链当且仅当

X1 → X2 → X3

(X1, X2) → X3 → X4

...

(X1, X2, · · · , Xn−2) → Xn−1 → Xn

构成 Markov 链.

命题 1.19

X1 → X2 → · · ·Xn 构成一个 Markov 链当且仅当任意满足 p(x2), p(x3), · · · , p(xn−1) > 0 的

x1, x2, · · · , xn, 有

p(x1, x2, · · · , xn) = f1(x1, x2)f2(x2, x3) · · · fn−1(xn−1, xn).

命题 1.20: Markov 子链

设 Nn = {1, 2, · · · , n}, X1 → X2 → · · · → Xn 是一个 Markov 链. 对任意 α ⊆ Nn, 我们
将 (Xi, i ∈ α) 简记为 Xα. 对于任意两两不交的 α1, α2, · · · , αm ⊆ Nn, 使得对任意 kj ∈ αj ,
j = 1, · · · ,m, 有

k1 < k2 < · · · < km

成立. 那么我们有
Xα1

→ Xα2
→ · · · → Xαm

构成一个 Mrkov 链. 也就是说, X1 → X2 → · · · → Xn 的一个子链也是一个 Markov 链.

命题 1.21

设 X1, X2, X3 以及 X4 是随机变量, 满足 p(x1, x2, x3, x4) 是严格正的. 那么我们有

X1⊥X4|(X2, X3)

X1⊥X3|(X2, X4)

}
⇒ X1⊥(X3, X4)|X2.

证明. 由 X1 ⊥ X4|(X2, X3), 我们有

p(x1, x2, x3, x4) =
p(x1, x2, x3)p(x2, x3, x4)

p(x2, x3)
. (1.3)

另一方面, 由 X1 ⊥ X3|(X2, X4), 我们可以得到

p(x1, x2, x3, x4) =
p(x1, x2, x4)p(x2, x3, x4)

p(x2, x4)
. (1.4)

对比上面两式，我们有

p(x1, x2, x3) =
p(x2, x3)p(x2, x3, x4)

p(x2, x4)
.
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上式两边对 x3 求和, 我们有
p(x1, x2) =

p(x2)p(x1, x2, x4)

p(x2, x4)
,

也就是说,
p(x1, x2, x4)

p(x2, x4)
=
p(x1, x2)

p(x2)
.

于是对任意 x1, x2, x3, x4, 有

p(x1, x2, x3, x4) =
p(x1, x2, x4)p(x2, x3, x4)

p(x2, x4)

=
p(x1, x2)p(x2, x3, x4)

p(x2)
,

也即 X1⊥(X3, X4)|X2.

思考

在上述定理中, 如果存在 x1, x2, x3, x4 使得 p(x1, x2, x3, x4) = 0, 结论是否依旧成立?

例 1.22

设 Y, Z 是两个独立的随机变量. 记 X1 = Y , X2 = Z, X3 = X4 = (Y, Z). 则 X1⊥X4|(X2, X3) 且

X1⊥X3|(X2, X4), 但 X1 6⊥ (X3, X4)|X2.

1.5 条件期望

1.5.1 关于随机事件的条件期望

定义 1.23: 关于随机事件的条件期望

设 A 是一个概率为正的随机事件. 如果 Y 是一个离散型随机变量，那么 Y 在给定事件 A 时的条

件期望定义为

E[Y |A] =
∑

yP (Y = y|A),

其中求和是在 Y 的支撑集上进行. 如果 Y 是一个连续型随机变量，具有概率密度函数 f，则

E[Y |A] =
∫
yf(y|A)dy,

其中条件概率密度函数 f(y|A) 定义为条件分布函数 F (y|A) = P (Y ≤ y|A) 的导数，由 Bayes 公
式我们有

f(y|A) = P (A|Y = y)f(y)

P (A)
.

定理 1.24

设 A1, · · · , An 是样本空间 Ω 的一个划分，且对任意 i 有 P (Ai) > 0. 设 Y 是同一样本空间的一

个随机变量. 则

E[Y ] =

n∑
i=1

E[Y |Ai]P (Ai).

设 B 是样本空间 Ω 中的一个事件，取 Y = IB 应用上面定理我们可以得到全概率公式.
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1.5.2 关于随机变量的条件期望

设 X 是一个随机变量，Y 是一个离散型随机变量，我们定义

E[Y |X = x] =
∑
y

yP (Y = y|X = x).

类似地，如果 Y 是连续的，我们定义

E[Y |X = x] =

∫ ∞

−∞
yfY |X(y|x)dy.

定义 1.25

设 g(x) = E[Y |X = x]. 则给定 X 时 Y 的条件期望，记为 E[Y |X]，定义为随机变量 g(X).

1.5.3 条件期望的性质

设 X 和 Y 是两个随机变量.

命题 1.26

如果 X 和 Y 是独立的，那么

E[Y |X] = E[Y ].

命题 1.27

设 h 是一个 Borel 可测函数，那么

E[h(X)Y |X] = h(X)E[Y |X].

例 1.28

设 Z ∼ N (0, 1)，Y = Z2. 求 E[Y |Z].

解. 注意到由 Y = Z2, 我们知
g(z) = E[Y |Z = z] = z2.

于是 E[Y |Z] = g(Z) = Z2.

命题 1.29

设 c 是一个常数，我们有

E[Y1 + Y2|X] = E[Y1|X] + E[Y2|X], E[cY |X] = cE[X|Y ].

例 1.30

设 X1, · · · , Xn 是独立同分布的，Sn = X1 +X2 + · · ·+Xn. 求 E[X1|Sn].

解. 由对称性，
E[X1|Sn] = E[X2|Sn] = · · · = E[Xn|Sn],
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由线性性，我们有

E[X1|Sn] + · · ·+ E[Xn|Sn] = E[Sn|Sn] = Sn.

于是

E[X1|Sn] = Sn/n = X̄n.

命题 1.31

E[E[Y |X]] = E[Y ].

定理 1.32

设 X,Y 是同一样本空间上的两个随机变量，E[Y 2] < ∞. 设 h 是一个 Borel 可测函数，满足
E[h2(X)] <∞. 那么随机变量 Y − E[Y |X] 与 h(X) 是不相关的. 也就是说，

E[(Y − E[Y |X])h(X)] = 0.

证明. 由 Cauchy-Schwarz 不等式，

E[Y h(X)] ≤
√
E[Y 2]E[h2(X)] <∞.

于是我们有

E[(Y − E[Y |X])h(X)] = E[h(X)Y ]− E[h(X)E[Y |X]]

= E[h(X)Y ]− E[E[h(X)Y |X]] = 0,

从而得证.
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第2讲 熵

2.1 自信息 (Self-information)

令 E 为给定事件空间中的一个事件，其概率为 pE := Pr(E)，其中 0 ≤ pE ≤ 1. 令 I(E)——称为

事件 E 的自信息——表示当得知事件 E 发生时所获得的信息量（或者等价地，表示在得知 E 发生之前，

人们对 E 所抱有的不确定性量）。一个很自然会问的问题是：“I(E) 应该具备哪些性质？”尽管这个问题

的答案可能因人而异，但以下是人们普遍合理预期 I(E) 应当具备的几条性质.

1. I(E) 应当是 pE 的递减函数.

换句话说，这条性质表明 I(E) = I(pE)，其中 I(·) 是定义在 [0, 1] 上的实值函数. 此外，人们自然
会预期一个越不可能发生的事件 E 发生时，获得的信息量就越多。换句话说，I(pE) 是 pE 的递减

函数.

2. I(pE) 应当关于 pE 连续.

直观上，人们预期 pE 的微小变化应该对应于事件 E 所携带信息量的微小变化.

3. 如果 E1 和 E2 是独立事件，那么 I(E1 ∩ E2) = I(E1) + I(E2)，或者等价地，I(pE1
× pE2

) =

I(pE1
) + I(pE2

).

这条性质表明，当事件 E1 和 E2 相互独立时（即它们在概率上互不影响），这两个事件共同发生所

获得的信息量，应当等于每个单独事件发生所获得的信息量之和.

接下来，我们将说明唯一满足上述性质 1-3 的函数是对数函数.

定理 2.1

存在唯一一个定义在 [0, 1] 上的函数 I(p), 满足以下条件：

1. I(p) 关于 p 单调递减；

2. 在 0 ≤ p ≤ 1 范围内，I(p) 是关于 p 的连续函数；

3. I(p1 × p2) = I(p1) + I(p2). 该函数为 I(p) = −c · logb(p)，其中 c 是一个正常数，对数的底

数 b 是任何大于 1 的数.

证明. (1) 我们断言: 对于 n = 1, 2, 3, · · · ,

I

(
1

n

)
= −c · logb

(
1

n

)
,

其中 c > 0 是一个常数.

断言的证明: 首先注意到对于 n = 1, 由条件 3 可知该断言成立. 这是因为它可以推出 I(1) =

I(1) + I(1), 因此 I(1) = 0 = −c logb(1).

现在令 n 为一个大于 1 的固定正整数. 条件 1 和条件 3 分别意味着

n < m =⇒ I

(
1

n

)
< I

(
1

m

)
(2.1)

以及

I

(
1

mn

)
= I

(
1

m

)
+ I

(
1

n

)
(2.2)
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其中 n,m = 1, 2, 3, . . . . 利用 (2.2), 我们可以通过（对 k 的）数学归纳法证明: 对所有非负整数 k,

I

(
1

nk

)
= k · I

(
1

n

)
(2.3)

现在，对于任意正整数 r，都存在一个非负整数 k 使得：

nk ≤ 2r < nk+1.

由 (2.1) 可得：

I

(
1

nk

)
≤ I

(
1

2r

)
< I

(
1

nk+1

)
,

将其与 (2.3) 结合，可得：

k · I
(
1

n

)
≤ r · I

(
1

2

)
< (k + 1) · I

(
1

n

)
.

因此，由于 I(1/n) > I(1) = 0，我们有：

k

r
≤ I(1/2)

I(1/n)
≤ k + 1

r
.

另一方面，根据对数函数的单调性，我们可得：

logb nk ≤ logb 2r ≤ logb nk+1 ⇐⇒ k

r
≤ logb(2)

logb(n)
≤ k + 1

r
.

因此， ∣∣∣∣ logb(2)
logb(n)

− I(1/2)

I(1/n)

∣∣∣∣ < 1

r
.

由于 n 是固定的，且 r 可以取任意大，我们可以令 r → ∞，从而得到：

I

(
1

n

)
= c · logb(n),

其中 c = I(1/2)/ logb(2) > 0。至此完成了该断言的证明.

(2) 我们断言: 对于正有理数 p，I(p) = −c · logb(p)，其中 c > 0 是一个常数.

断言的证明: 一个正有理数 p 可以表示为两个整数的比值，即 p = r/s，其中 r 和 s 均为正整数. 那
么由条件 3 可得：

I

(
1

s

)
= I

( r

s · r

)
= I

(r
s

)
+ I

(
1

r

)
,

于是

I(p) = I
(r
s

)
= I

(
1

s

)
− I

(
1

r

)
= c · logb s− c · logb r = −c · logb p.

(3) 对于任意 p ∈ [0, 1]，根据有理数在实数集中的连续性与稠密性，可得：

I(p) = lim
a↑p, a 为有理数

I(a) = lim
b↓p, b 为有理数

I(b) = −c · logb(p).

上述常数 c 按照惯例通常归一化为 c = 1。此外，对数的底数 b 决定了衡量信息量时所使用的单位类

型。当底数 b = 2 时，信息量以比特（bits，即二进制位）为单位表示。当底数 b = e 时——即使用自然

对数 (ln)——信息量以纳特（nats，即自然单位或自然位）为单位测量。例如，如果事件 E 代表抛掷一枚

均匀硬币结果为“正面朝上”，那么它的自信息量（self-information）为：I(E) = − log2(1/2) = 1 bit 或
者 − ln(1/2) = 0.693 nats.
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2.2 熵的定义

熵是随机变量不确定度的度量. 设 X 是一个离散型的随机变量，其字母表 (即概率论中的取值空间)
为 X，概率密度函数 p(x) = Pr(X = x), x ∈ X . 为方便起见，记概率密度函数为 p(x) 以代替 pX(x). 由
此，p(x) 和 p(y) 指两个不同的随机变量，实际上分别表示两个不同的概率密度函数 pX(x) 和 pY (y).
熵 (entropy) 一词源自于希腊语中的 entropia, 其意思为转折点, 变化. 熵的概念是由德国物理学家克

劳修斯于 1865 年所提出. 物理学家玻尔兹曼于 1870 年将熵的概念引入统计力学. 1923 年, 德国科学家
普朗克来中国讲学. 讲学时用到 “entropy”一词, 胡刚复先生在翻译时灵机一动, 把“商”字加火旁来意
译此词, 创造了 “熵” 字. 胡刚复先生说, 此名词的物理含意深奥须多字翻译, 又不合汉字规范, 于是他建
议译成一个汉字 “熵”. 火代表与热学有关, 含义为温度 T 与热量 Q 之商, 熵读如商. 在 1948 年, 克劳德·
艾尔伍德·香农将热力学的熵, 引入到信息论, 因此它又被称为香农熵 (Shannon entropy).

定义 2.2

一个离散型随机变量 X 的熵 H(X) 定义为

H(X) = −
∑
x∈X

p(x) log p(x).

有时也将上面的量记为 H(p). 其中对数的底是 2, 熵的单位用比特 (bit) 表示. 由于当 x → 0 时，

x logx→ 0，今后我们约定 0 log 0 = 0.
如果使用底为 b 的对数，则相应的熵记为 Hb(X). 当对数底为 e 时，熵的单位用奈特 (nat) 表示. m

如无特别声明，一般选取对数底为 2. 注意，熵实际上是随机变量 X 的分布的泛函，并不依赖于 X 的实

际取值，而仅依赖于其概率分布. 用 E 表示数学期望. 如果 X ∼ p(x)，则随机变量 g(X) 的期望值可以

表示为

Epg(X) =
∑
x∈X

g(x)p(x).

特别地, 当 g(X) = log 1
p(X) 时, Epg(X) 就是 X 的熵.

引理 2.3

H(X) ≥ 0.

证明. 由 0 ≤ p(x) ≤ 1 知 log
(

1
p(x)

)
≥ 0.

引理 2.4

Hb(X) = (logb a)Ha(X).

证明. 由 logb p = (logb a) loga p 即可得到.

例 2.5

设

X =

{
1 概率为 p

0 概率为 1− p.

于是

H(X) = −p log p− (1− p) log(1− p) =: H(p).
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例 2.6

设

X =



a 概率为
1

2

b 概率为
1

4

c 概率为
1

8

d 概率为
1

8
.

则 X 的熵为

H(X) = −1

2
log 1

2
− 1

4
log 1

4
− 1

8
log 1

8
− 1

8
log 1

8
=

7

4
比特.

下面例子说明随机变量的熵可以是无穷的.

例 2.7

设 A =
∑∞

n=2(n log2 n)−1. 定义随机变量 X 满足 Pr(X = n) = (An log2 n)−1, 其中 n = 2, 3, · · · ,
则 H(X) = +∞.

证明. 由定义, pn = Pr(X = n) = 1/An log2 n, n ≥ 2. 于是

H(X) = −
∞∑

n=2

p(n) log p(n)

= −
∞∑

n=2

(1/Sn log2 n) log(1/An log2 n)

=

∞∑
n=2

log(An log2 n)
An log2 n

=

∞∑
n=2

logA+ logn+ 2 log logn
An log2 n

= logA+

∞∑
n=2

1

An logn +

∞∑
n=2

2 log logn
An log2 n

.

和式中第一项是有限的. 由于我们考虑对数以 2 为底, 最后一项中每一项均是非负的. 对于中间项, 我们
有

+∞∑
n=2

1

An logn >

∫ ∞

2

1

Ax logxdx = K ln ln 2|∞2 = +∞,

其中 K = ln 2
A . 从而我们有 H(X) = +∞.

2.3 联合熵与条件熵

定义 2.8

对于服从联合分布为 p(x, y) 的一对离散随机变量 (X,Y )，其联合熵 H(X,Y ) (joint entropy) 定
义为

H(X,Y ) = −
∑
x∈X

∑
y∈Y

p(x, y) log p(x, y)
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上式亦可表示为

H(X,Y ) = −E log p(X,Y ).

一般地, 对于 n 个随机变量 X1, · · · , Xn, 它们的联合熵定义为

H(Xn) =
∑
x1

· · ·
∑
xn

p(x1, · · · , xn) log 1

p(x1, · · · , xn)
�

定义 2.9

若 (X,Y ) ∼ p(x, y)，条件熵 H(Y |X) 定义为：

H(Y |X) =
∑
x∈X

p(x)H(Y |X = x)

= −
∑
x∈X

p(x)
∑
y∈Y

p(y|x) log p(y|x)

= −
∑
x∈X

∑
y∈Y

p(x, y) log p(y|x)

= −E log p(Y |X).

定理 2.10: 链式法则

H(X,Y ) = H(X) +H(Y |X).

证明. 我们有

H(X,Y ) = −
∑
x∈X

∑
y∈Y

p(x, y) log p(x, y)

= −
∑
x∈X

∑
y∈Y

p(x, y) log(p(x)p(y|x))

= −
∑
x∈X

∑
y∈Y

p(x, y) log p(x)−
∑
x∈X

∑
y∈Y

p(x, y) log p(y|x)

= −
∑
x∈X

p(x) log p(x)−
∑
x∈X

∑
y∈Y

p(x, y) log p(y|x)

= H(X) +H(Y |X).

从而得证.

注记 2.11

注意 H(Y |X) 6= H(X|Y )，但 H(X)−H(X|Y ) = H(Y )−H(Y |X)，稍后会用到这个性质.

例 2.12

设 (X,Y ) 服从如下的联合分布：
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Y
X

1 2 3 4

1 1

8

1

16

1

32

1

32

2 1

16

1

8

1

32

1

32

3 1

16

1

16

1

16

1

16

4 1

4
0 0 0

X 的边际分布为 (1/2, 1/4, 1/8, 1/8)，Y 的边际分布为 (1/4, 1/4, 1/4, 1/4)，因而 H(X) = 7
4比特，

H(Y ) = 2比特. 同样地我们可以求得 H(X|Y ) =
∑4

i=1 p(Y = i)H(X|Y = i) = 11
8 比特，

H(Y |X) = 13
8 比特，以及 H(X,Y ) = 27

8 比特.

2.4 相对熵与互信息

相对熵是两个随机分布之间距离的度量.在统计学中，它对应的是似然比的对数期望. 相对熵 D(p‖q)
度量当真实分布为 p 而假定分布为 q 时的无效性. 例如，已知随机变量的真实分布为 p，可以构造平均长

度为 H(p) 的码. 但是，如果使用针对分布 q 的编码，那么在平均意义上就需要 H(p) +D(p‖q) 比特来描
述这个随机变量.

定义 2.13

两个概率质量函数 p(x) 和 q(x) 之间的相对熵或 Kullback-Leibler 距离定义为

D(p ‖ q) =
∑
x∈X

p(x) log p(x)
q(x)

= Ep log p(X)

q(X)
. (2.4)

在上述定义中，我们采用约定 0 log 0
0 = 0，约定 0 log 0

q = 0, p log p
0 = ∞(基于连续性). 因此，若存

在字符 x ∈ X 使得 p(x) > 0, q(x) = 0，则有 D(p‖q) = ∞.
稍后我们将证明相对熵总是非负的,并且当且仅当 p = q 时其为零. 但是，由于相对熵并不对称，也不

满足三角不等式, 因此相对熵实际上并非两个分布之间的真正距离. 然而, 将相对熵视作分布之间的 “距
离” 往往会很有用.

定义 2.14

考虑两个随机变量 X 和 Y，它们的联合概率密度函数为 p(x, y)，其边际概率密度函数分别是 p(x)

和 q(x). 互信息 I(X;Y ) 为联合分布 p(x, y) 和乘积分布 p(x)p(y) 之间的相对熵，即：

I(X;Y ) =
∑

x∈X
∑

y∈Y p(x, y) log p(x, y)

p(x)p(y)

= D(p(x, y) ‖ p(x)p(y))

= Ep(x,y) log p(X,Y )

p(X)p(Y )
.

(2.5)
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例 2.15

设 X = {0, 1}，考虑 X 上的两个分布 p 和 q. 设 p(0) = 1− r, p(1) = r 及 q(0) = 1− s, q(1) = s，

则有

D(p‖q) = (1− r) log 1− r

1− s
+ r log r

s

以及

D(q‖p) = (1− s) log 1− s

1− r
+ r log s

r
.

如果 r = s，则 D(p‖q) = D(q‖p) = 0. 一般地，D(p‖q) 6= D(q‖p). 例如，若 r = 1
2 , s =

1
4，我们有

D(p‖q) = 0.2075比特, D(q‖p) = 0.1887比特.

2.5 熵与互信息之间的关系

可将互信息 I(X;Y ) 重新写为：

I(X;Y ) =
∑
x,y

p(x, y) log p(x, y)

p(x)p(y)

=
∑
x,y

p(x, y) log p(x|y)
p(x)

= −
∑
x,y

p(x, y) log p(x) +
∑
x,y

p(x, y) log p(x|y)

= −
∑
x

p(x) log p(x)− (−
∑
x,y

p(x, y) log p(x|y))

= H(X)−H(X|Y )

由此知互信息 I(X;Y ) 是在给定 Y 知识的条件下 X 的不确定度的缩减量.
对称地，我们亦可以得到

I(X;Y ) = H(Y )−H(Y |X),

因而，X 含有 Y 的信息量等同于 Y 含有 X 的信息量. 又由定理 3.1，可得

I(X;Y ) = H(X) +H(Y )−H(X,Y ).

最后，注意到

I(X;X) = H(X)−H(X|X) = H(X).

因此，随机变量与自身的互信息为该随机变量的熵.
我们将前面关于熵和互信息的关系做一个总结如下.

定理 2.16

I(X;Y ) = H(X)−H(X|Y ) (2.6)

I(X;Y ) = H(Y )−H(Y |X) (2.7)

I(X;Y ) = H(X) +H(Y )−H(X,Y ) (2.8)

I(X;Y ) = I(Y ;X) (2.9)

I(X;X) = H(X) (2.10)



3 熵的更多性质 20

第3讲 熵的更多性质

3.1 熵，相对熵与互信息的链式法则

定理 3.1: 链式法则

H(X,Y ) = H(X) +H(Y |X).

定理 3.2: 熵的链式法则

设随机变量 X1, X2, · · · , Xn 服从 p(x1, x2, · · · , xn)，则

H(X1, X2, · · · , Xn) =

n∑
i=1

H(Xi|Xi−1, · · · , X1).

证明. 反复应用定理3.1.

定义 3.3

随机变量 X 和 Y 在给定随机变量 Z 时的条件互信息定义为

I(X;Y |Z) = H(X|Z)−H(X|Y, Z) = Ep(x,y,z) log p(X,Y |Z)
p(X|Z)p(Y |Z)

=
∑
x,y,z

p(x, y, z) log p(x, y|z)
p(x|z)p(y|z)

.

注意到 I(X;Y |Z) 关于 X 和 Y 对称.

定理 3.4: 互信息的链式法则

I(X1, X2, · · · , Xn;Y ) =

n∑
i=1

I(Xi;Y |Xi−1, Xi−2, · · · , X1).

证明.

I(X1, X2, · · · , Xn;Y )

= H(X1, X2, · · · , Xn)−H(X1, X2, · · · , Xn|Y )

=

n∑
i=1

H(Xi|Xi−1, · · · , X1)−
n∑

i−1

H(Xi|Xi−1, · · · , X1, Y )

=

n∑
i=1

I(Xi;Y |Xi−1, Xi−2, · · · , X1).

定义 3.5

对于联合概率密度函数 p(x, y) 和 q(x, y)，条件相对熵 D(p(y|x)‖q(y|x)) 定义为条件概率密度函数
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p(y|x) 和 q(y|x) 之间的平均相对熵，其中取平均是关于概率密度函数 p(x) 而言的. 更确切地，

D(p(y|x)‖q(y|x)) =
∑
x

p(x)
∑
y

p(y|x) log p(y|x)
q(y|x)

= Ep(x,y) log p(Y |X)

q(Y |X)
.

定理 3.6: 相对熵的链式法则

D(p(x, y)‖q(x, y)) = D(p(x)‖q(x)) +D(p(y|x)‖q(y|x)).

证明.

D(p(x, y)‖q(x, y)) =
∑
x

∑
y

p(x, y) log p(x, y)
q(x, y)

=
∑
x

∑
y

p(x, y) log p(x)p(y|x)
q(x)q(y|x)

=
∑
x

∑
y

p(x, y) log p(x)
q(x)

+
∑
x

∑
y

p(x, y) log p(y|x)
q(y|x)

= D(p(x)‖q(x)) +D(p(y|x)‖q(y|x)).

3.2 Jensen 不等式

定义 3.7

若对于任意的 x1, x2 ∈ (a, b) 及 0 ≤ λ ≤ 1，满足

f(λx1 + (1− λ)x2) ≤ λf(x1) + (1− λ)f(x2).

则称函数 f(x) 在区间 (a, b) 上是凸的. 如果仅当 λ = 0 或 λ = 1，上式等号成立，则称函数 f 是

严格凸的.

定义 3.8

如果 −f 为凸函数，则称函数 f 是凹的.

定理 3.9

如果函数 f 在某个区间上存在非负 (正）的二阶导数，则 f 为该区间的凸函数（严格凸函数）.

定理 3.10

若给定凸函数 f 和一个随机变量 X，则

Ef(X) ≥ f(EX). (3.1)

进一步，若 f 是严格凸的，那么式 (3.2) 中的等式蕴含 X = EX 的概率为 1（即 X 是一个常量）.
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3.3 Jensen 不等式的应用

定理 3.11

若给定凸函数 f 和一个随机变量 X，则

Ef(X) ≥ f(EX). (3.2)

进一步，若 f 是严格凸的，那么式 (3.2) 中的等式蕴含 X = EX 的概率为 1（即 X 是一个常量）.

定理 3.12: 信息不等式

设 p(x), q(x)(x ∈ X ) 为两个概率密度函数，则

D(p‖q) ≥ 0.

当且仅当对任意的 x，p(x) = q(x)，等号成立.

证明. 设 A = {x : p(x) > 0} 为 p(x) 的支撑集，则

D(p‖q) =
∑
x∈A

p(x) log p(x)
q(x)

= −
∑
x∈A

p(x) log q(x)
p(x)

≥ − log
∑
x∈A

p(x)
q(x)

p(x)
(Jensen 不等式，利用到 f(t) = − log t 是凸函数)

= − log
∑
x∈A

q(x)

≥ − log
∑
x∈X

q(x)

= − log 1 = 0.

讨论上面式中等号成立的条件，我们知等号成立当且仅当对任意的 x，有 p(x) = q(x)，D(p‖q) = 0.

注记 3.13

我们可以利用下面的不等式给出上面结果的另一个证明：对任意 a > 0，ln a ≥ 1− 1
a （这个不等

式也被称为基本不等式），等号成立当且仅当 a = 1. 这个不等式可以通过微积分的技巧证明. 我
们记 B 为 p(x) 的支撑集，于是

D(p‖q) = (log e)
∑
x∈B

p(x) ln p(x)
q(x)

≥ (log e)
∑
x∈B

p(x)(1− q(x)

p(x)
)

= (log e)[
∑
x∈B

p(x)−
∑
x∈B

q(x)]

≥ 0,

讨论上面式中等号成立的条件，我们知等号成立当且仅当对任意的 x，有 p(x) = q(x)，D(p‖q) = 0.
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推论 3.14: 互信息的非负性

对任意两个随机变量 X 和 Y，

I(X;Y ) ≥ 0.

当且仅当 X 与 Y 相互独立，等号成立.

证明. I(X;Y ) = D(p(x, y)‖p(x)p(y)) ≥ 0，当且仅当 p(x, y) = p(x)p(y) （即 X 与 Y 为相互独立），等

号成立.

推论 3.15

D(p(y|x)‖q(y|x)) ≥ 0.

当且仅当对任意的 y 以及满足 p(x) > 0 的 x，有 p(y|x) = q(y|x)，等号成立.

推论 3.16

I(X;Y |Z) ≥ 0.

当且仅当对给定随机变量 Z，X 和 Y 是条件独立的，等号成立.

定理 3.17

H(X) ≤ log |X |，其中 X 表示 X 的字母表 X 中的元素个数，当且仅当 X 服从 X 上均匀分布，
等号成立.

证明. 设 u(x) = 1
|X | 为 X 上均匀分布的概率密度函数，p(x) 是随机变量 X 的概率密度函数. 于是

D(p‖u) =
∑

p(x) log p(x)
u(x)

= log |X | −H(X).

因而由相对熵的非负性，

0 ≤ D(p‖u) = log |X| −H(X).

推论 3.18

对于任意非负实数，存在一个随机变量，使得其熵恰好为该数.

证明. 考虑定义在有限字母表 X 上的随机变量 X. 由上面的定理我们知当 X 在 X 上一致分布的时候，
H(X) = log |X | 可以达到. 当 X 为一个确定值的时候 H(X) = 0 可以达到. 对于 0 ≤ a ≤ |X |−1，记

g(a) = H({1− (|X | − 1)a, a, · · · , a}) = −l(1− (|X | − 1)a)− (|X | − 1)l(a),

其中 l : [0,∞) → R 由下定义：

l(a) =

{
a log a 如果 a > 0

0 如果 a = 0.

注意到 g(a) 是 a 的一个连续函数，满足 g(0) = 0 以及 g(|X |−1) = log |X |. 由介值定理，我们知对任意
b，0 < b < log |X |，我们可以找到一个 a，使得得到的随机变量 X 满足 H(X) = b.

由上讨论我们知只要让 |X | 充分大，我们可以使 H(X) 达到任意的正值，从而得证.
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由上面的讨论我们知如果一个随机变量的字母表是有限的，那么它的熵一定是有限的. 若字母表为无
限的, 上一讲里我们已经看到了一个无穷大的例子. 这一讲, 我们通过下面两个新例子来说明字母表为无
限的，其熵既可能是有限的，也可能是无限的..

例 3.19

设 X 为一个取值于自然数的随机变量，且 P{X = i} = 2−i. 则

H2(X) =

∞∑
i=1

i2−i = 2,

为一有限值.

例 3.20

设 Y 是取值于整数对的子集

{(i, j) : 1 ≤ i <∞, 1 ≤ j ≤ 22
i

2i
}

满足对任意 i, j,
P{Y = (i, j)} = 2−2i

的一个随机变量. 则

H2(Y ) = −
∞∑
i=1

22
i
/2i∑

j=1

2−2i log2 2−2i =

∞∑
i=1

1 = ∞,

故其熵为无穷.

定理 3.21: 条件作用使熵减小

H(X|Y ) ≤ H(X).

当且仅当 X 与 Y 相互独立时，等号成立.

证明. 0 ≤ I(X;Y ) = H(X)−H(X|Y ).

例 3.22

设随机变量 (X,Y ) 有如下的联合分布：

Y
X

1 2

1 0 3/4
2 1/8 1/8

于是 H(X) = H( 18 ,
7
8 ) = 0.544比特，H(X|Y = 1) = 0比特，H(X|Y = 2) = 1比特. 于是我们可

以得到 H(X|Y ) = 3
4H(X|Y = 1) + 1

4H(X|Y = 2) = 0.25比特.
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定理 3.23: 熵的独立界

设 X1, X2, · · · , Xn 服从 p(x1, x2, · · · , xn)，则

H(X1, X2, · · · , Xn) ≤
n∑

i=1

H(Xi)

当且仅当 X1, X2, · · · , Xn 相互独立，等号成立.

证明. 由熵的链式法则，我们有

H(X1, X2, · · · , Xn) =

n∑
i=1

H(Xi|Xi−1, · · · , X1)

≤
n∑

i=1

H(Xi).

等号成立当且仅当对任意 i 有 Xi 和 Xi−1, · · · , X1 独立. 于是对任意 x1, · · · , xn, 有

p(x1, · · · , xn) = p(x1, x2, · · · , xn−1)p(xn)

= p(x1, x2, · · · , xn−2)p(xn−1)p(xn)

...

= p(x1)p(x2) · · · p(xn),

也就是说, X1, X2, · · · , Xn 相互独立.

3.4 对数和不等式及其应用

定理 3.24: 对数和不等式

对于非负数 a1, a2, · · · , an 和 b1, b2, · · · , bn，
n∑

i=1

ai log ai
bi

≥ (

n∑
i=1

ai) log
∑n

i=1 ai∑n
i=1 bi

.

当且仅当 ai

bi
= 常数，等号成立.

这里我们约定 0 log 0 = 0，a log a
0 = ∞(当a > 0)，0 log 0

0 = 0.

证明. 不失一般性，我们可以假定 ai > 0，bi > 0. 由于对任意的正数 t 有 f ′′(t) = 1
t log e > 0，可知函数

f(t) = t log t 严格凸. 从而由 Jensen 不等式，我们有∑
αif(ti) ≥ f(

∑
αiti).

其中 αi ≥ 0，
∑

i αi = 1. 令 αi =
bi∑n

j=1 bj
，ti =

ai

bi
，可得

∑ ai∑
bj

log ai
bi

≥
∑ ai∑

bj
log
∑ ai∑

bj
.

这就是对数和不等式.
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注记 3.25

利用基本不等式, 我们可以给出对数和不等式的另外一个证明如下:
记 a =

∑
ai, b =

∑
bi. 我们有

n∑
i=1

ai log ai
bi

− (

n∑
i=1

ai) log
∑n

i=1 ai∑n
i=1 bi

=

n∑
i=1

ai log ai
bi

−
n∑

i=1

ai log a
b

=

n∑
i=1

ai log aib
abi

≥ log e
n∑

i=1

ai(1−
abi
aib

)

= log e
n∑

i=1

(ai − a
bi
b
) = 0.

定理 3.26: 相对熵的凸性

D(p‖q) 关于对 (p, q) 是凸的，即，如果 (p1, q1) 和 (p2, q2) 为两对概率质量函数，则对所有的

0 ≤ λ ≤ 1，有

D(λp1 + (1− λ)p2‖λq1 + (1− λ)q2) ≤ λD(p1‖q1) + (1− λ)D(p2‖q2).

证明. 由对数不等式我们有：

(λp1(x) + (1− λ)p2(x)) log λp1(x) + (1− λ)p2(x)

λq1(x) + (1− λ)q2(x)

≤ λp1(x) log λp1(x)
λq1(x)

+ (1− λ)p2(x) log (1− λ)p2(x)

(1− λ)q2(x)

对 x 求和我们可以得到所需要的结论.

定理 3.27: 熵的凹性

H(p) 是关于 p 的凹函数.

证明. 我们有
H(p) = log |X | −D(p‖u).

其中 u 为 |X | 个结果的均匀分布. 从而 H 的凹性可由 D 的凸性直接得到.

定理 3.28

设 (X,Y ) ∼ p(x, y) = p(x)p(y|x). 如果固定 p(y|x)，则互信息 I(X;Y ) 是关于 p(x) 的凹函数；而

如果固定 p(x)，则互信息 I(X;Y ) 是关于 p(y|x) 的凸函数.

证明. 为了证明第一部分，将互信息展开

I(X;Y ) = H(Y )−H(Y |X) = H(Y )−
∑
x

p(x)H(Y |X = x).
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如果固定 p(y|x)，则 p(y) 时关于 p(x) 的线性函数. 因而，关于 p(y) 的凹函数 H(Y ) 也是 p(x) 的凹函数.
上式中的第二项是关于 p(x) 的凹函数. 因此，它们的差仍是关于 p(x) 的凹函数.
为证明第二部分，我们先固定 p(x)，同时考虑两个不同的条件分布 p1(y|x) 和 p2(y|x). 对应的联

合分布为 p1(x, y) = p(x)p1(y|x) 和 p2(x, y) = p(x)p2(y|x)，同时对应的边缘分布为 p(x), p1(y) 以及

p(x), p2(y). 我们考虑条件分布

pλ(y|x) = λp1(y|x) + (1− λ)p2(y|x),

为 p1(y|x) 和 p2(y|x) 的一个凸组合，其中 0 ≤ λ ≤ 1. 对应的联合分布为

pλ(x, y) = λp1(x, y) + (1− λ)p2(x, y).

且 Y 的分布也是一个凸组合

pλ(y) = λp1(y) + (1− λ)p2(y).

因此，如果设 qλ(x, y) = p(x)pλ(y) 为边际分布的乘积，则有

qλ(x, y) = λq1(x, y) + (1− λ)q2(x, y).

由于互信息是联合分布和边际分布乘积的相对熵, 有

Iλ(X;Y ) = D(pλ(x, y)‖qλ(x, y)).

相对熵 D(p‖q) 为关于二元对 (p, q) 的凸函数，由此可知，

I(X;Y ) = D(pλ(x, y)‖qλ(x, y))

= D(λp1(x, y) + (1− λ)p2(x, y)‖λq1(x, y) + (1− λ)q2(x, y))

≤ λD(p1(x, y)‖q1(x, y)) + (1− λ)D(q1(x, y)‖q2(x, y))

= λI1(X;Y ) + (1− λ)I2(X;Y ).

于是互信息是条件分布的凸函数.



4 数据处理不等式与费诺不等式 28

第4讲 数据处理不等式与费诺不等式

4.1 数据处理不等式

定理 4.1: 数据处理不等式

若 X → Y → Z，则有 I(X;Y ) ≥ I(X;Z).

上面结果说明，数据处理过程中只会失掉一些信息，绝不会创造出新的信息.

证明. 由链式法则，将互信息以两种不同方式展开：

I(X;Y, Z) = I(X;Z) + I(X;Y |Z)

= I(X;Y ) + I(X;Z|Y ).

由于在 Y 给定的条件下，X 和 Z 是条件独立的，因此有 I(X;Z|Y ) = 0. 又由于 I(X;Y |Z) ≥ 0, 则有

I(X;Y ) ≥ I(X;Z),

当且仅当 I(X;Y |Z) = 0 (即 X → Z → Y 构成马尔可夫链) 等号成立. 类似地可以证明 I(Y ;Z) ≥
I(X;Z).

推论 4.2

如果 Z = g(Y )，则 I(X;Y ) ≥ I(X; g(Y )).

推论 4.3

如果 X → Y → Z，则 I(X;Y |Z) ≤ I(X;Y ).

证明. 在数据处理不等式的证明中我们看到

I(X;Z) + I(X;Y |Z) = I(X;Y ) + I(X;Z|Y ).

由马尔可夫性 I(X;Z|Y ) = 0，又我们有 I(X;Z) ≥ 0，从而

I(X;Y |Z) ≤ I(X;Y ).

注记 4.4

注意当 X,Y, Z 不构成马尔可夫链时，有可能 I(X;Y |Z) > I(X;Y ).
设 X,Y 是相互独立的二元随机变量，Z = X + Y . 则 I(X;Y ) = 0，但 I(X;Y |Z) = H(X|Z) −
H(X|Y, Z) = H(X|Z) = P (Z = 1)H(X|Z = 1) = 1

2比特. (注意到当 Z = 0 或 2 时，X 的值就确

定下来了).

推论 4.5

如果 X1 → X2 → · · · → Xn 构成一个马尔可夫链, 则对任意满足 1 ≤ i ≤ j ≤ k ≤ n 的整数

i, j, k, l, 我们有
I(Xi;Xl) ≤ I(Xj ;Xk).
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4.2 充分统计量

假定有一族以参数 θ 指示的概率密度函数 {fθ(x)}，设 X 是从其中一个分布抽取的样本. 设 T (X)

为任意一个统计量（样本的函数），如样本均值或样本方差，那么 θ → X → T (X)，且由数据处理不等式，

对于 θ 的任何分布，有

I(θ;T (X)) ≤ I(θ;X)

然而，若等号成立，则表明无信息损失.

定义 4.6

如果对 θ 的任何分布，在给定 T (X) 的情况下，X 独立于 θ（即 θ → T (x) → X 构成马尔可夫

链），则称函数 T (X) 关于分布族 {fθ(x)} 的充分统计量.

这个定义等价于数据处理不等式中等号成立的条件，即对 θ 的任意分布，有

I(θ;X) = I(θ;T (X)).

因此充分统计量保持互信息不变，反之亦然.

例 4.7

设 X1, X2, · · · , Xn 是抛掷硬币过程所产生的独立同分布 (i.i.d.) 序列，其中 Xi ∈ {0, 1}，参数
θ = P{Xi = 1} 未知. 若给定 n，则序列中出现 1 的个数，即 T (X1, X2, · · · , Xn) =

∑n
i=1Xi，是

关于 θ 的一个充分统计量. 事实上，可以证明在给定 T 的情况下，所有出现相同数目 1 的序列都

是等可能的，且独立于参数 θ. 具体讲

P{(X1, X2, · · · , Xn) = (x1, x2, · · · , xn)|
n∑

i=1

Xi = k}

=


1

(nk)
如果

∑
xi = k

0 其他

所以 θ →
∑
Xi → (X1, X2, · · · , Xn) 构成马尔可夫链，T 是关于 θ 的充分统计量.

例 4.8

如果 X 服从均值为 θ，方差为 1 的正态分布，即

fθ(x) =
1√
2π
e−(x−θ)2/2 = N (θ, 1)

且 X1, X2, · · · , Xn 相互独立地服从该分布，那么样本均值 X̄n = 1
n

∑n
i=1Xi 为关于 θ 的充分统计

量. 可以验证，在给定 X̄n 和 n 的条件下，X1, X2, · · · , Xn 的条件分布不依赖于 θ.

例 4.9

如果 fθ = Uniform(θ, θ + 1)，那么

T (X1, X2, · · · , Xn) = (max{X1, X2, · · · , Xn},min{X1, X2, · · · , Xn}).

是关于 θ 的充分统计量.
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定义 4.10

统计量 T (X) 称为是一个关于 {fθ} 极小充分统计量，如果它可以表示为任意其它充分统计量 U

的函数. 由此我们可知
θ → T (X) → U(X) → X.

4.3 费诺不等式

我们观察与 X 相关得随机变量 Y , 相应的条件分布为 p(y|x), 通过 Y 计算函数 g(Y ) = X̂, 其中 X̂

是对 X 的估计, 取值空间为 X̂ . 我们并不要求 X̂ 必须与 X 相同, 也允许函数 g(Y ) 是随机的. 我们希望
得到事件 {X̂ 6= X} 的概率的一个界. 我们记

Pe = Pr{X̂ 6= X}.

注意到 X → Y → X̂ 构成一个马尔可夫链.

定理 4.11: 费诺不等式

对任何满足 X → Y → X̂ 的估计量 X̂, 设 Pe = P{X 6= X̂}，有

H(Pe) + Pe log |X | ≥ H(X|X̂) ≥ H(X|Y )

或

Pe ≥
H(X|Y )− 1

log |X |
.

证明. 我们首先定义一个随机变量

E =

1 如果X̂ 6= X

0 如果X̂ = X

利用熵的链式法则将 H(E,X|X̂) 以两种不同方式展开，有

H(E,X|X̂) = H(X|X̂) +H(E|X, X̂)

= H(E|X̂) +H(X|E, X̂)

因为 E 是 X 和 X̂ 的函数，所以，条件熵 H(E|X, X̂) 等于 0. 由于条件作用使熵减少，可知 H(E|X̂) ≤
H(E) = H(Pe)(因为 E 是二值随机变量，故 H(E) = H(Pe)). 对于剩余项 H(X|E, X̂) 可以界定如下：

H(X|E, X̂) = P (E = 0)H(X|X̂, E = 0) + P (E = 1)H(X|X̂, E = 1)

≤ (1− Pe)0 + Pe log |X |.

上述不等式成立是因为当 E = 0 时，X = X̂；当 E = 1 时，条件熵的上界为 X 的可能取值数目的对数

值. 综合这些结果，可得
H(Pe) + Pe log |X | ≥ H(X|X̂).

因为 X → Y → X̂ 构成马尔可夫链，由数据处理不等式可知

I(X; X̂) ≤ I(X;Y ),

从而 H(X|X̂) ≥ H(X|Y ). 于是，有

H(Pe) + Pe log |X | ≥ H(X|X̂) ≥ H(X|Y ).
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推论 4.12

对任意两个随机变量 X 和 Y，设 p = P (X 6= Y )，

H(p) + p log |X | ≥ H(X|X̂) ≥ H(X|Y ).

推论 4.13

设 Pe = Pr(X 6= X̂), X̂ : Y → X , 则

H(Pe) + Pe log(|X | − 1) ≥ H(X|Y ).

注记 4.14

假定没有任何关于 Y 的知识，只能在毫无信息的情况下对 X 进行推测. 设 X ∈ {1, 2, · · · ,m} 且
p1 ≥ p2 ≥ · · · ≥ pm，则对 X 的最佳估计是 X̂ = 1，而此时误差概率 Pe = 1−p1. 费诺不等式变为

H(Pe) + Pe log(m− 1) ≥ H(X)

且概率密度函数

(p1, p2, · · · , pm) = (1− Pe,
Pe

m− 1
, · · · , Pe

m− 1
)

可以达到等号成立的界. 因此，费诺不等式是精确的.

我们可以更仔细地研究一下费诺不等式中的 Pe 的上下界. 由费诺不等式我们有下图, 其中阴影部分
表示可达区域.

由上图, 我们可知: 记 f(x) := H(x) + x · log(|X | − 1), 则当 log(|X | − 1) < H(X|Y ) ≤ log2(|X |) 时,
我们有 Pe 的上下界如下:

0 < inf{a : f(a) ≥ H(X|Y )} ≤ Pe ≤ sup{a : f(a) ≥ H(X|Y )} < 1,

而当 0 < H(X|Y ) ≤ log2(|X | − 1) 时, 我们有下界

Pe ≥ inf{a : f(a) ≥ H(X|Y )} > 0.
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我们可以利用基本不等式给出费诺不等式的另一个证明.

费诺不等式的另一个证明. 注意到 X → Y → X̂ 构成了一个马尔可夫链, 由信息处理不等式我们有

I(X;Y ) ≥ I(X, X̂),

从而 H(X|Y ) ≤ H(X|X̂).
注意到 Pe =

∑
x∈X

∑
x̂∈X ,x̂ ̸=x(x, x̂) 以及 1−Pe =

∑
x∈X

∑
x̂∈X ,x̂=x(x, x̂) =

∑
x∈X PX,X̂(x, x), 我们

有:

H(X|x̂)−H(Pe)− Pe log(|X | − 1)

=
∑
x∈X

∑
x̂∈X ,x̂ ̸=x

Px,X̂(x, x̂) log 1

PX|x̂(x|x̂)
+
∑
x∈X

PX,X̂PX,X̂(x, x) log 1

PX|X̂(x|x)

− [
∑
x∈X

∑
x̂∈X ,x̂ ̸=x

Px,X̂(x, x̂)] log |X | − 1

Pe
+ [
∑
x∈X

PX,X̂(x, x)] log(1− Pe)

=
∑
x∈X

∑
x̂∈X ,x̂ ̸=x

Px,X̂(x, x̂) log Pe

PX|X̂(x|x̂)(|X | − 1)
+
∑
x∈X

PX,X̂(x, x) log 1− Pe

PX|X̂(x|x)

≤ log e
∑
x∈X

∑
x̂∈X ,x̂ ̸=x

PX,X̂(x, x̂)[
Pe

PX|X̂(x|x̂)(|X | − 1)
− 1]

+ log e
∑
x∈X

PX,X̂(x, x)[
1− Pe

PX|X̂(x|x)− 1
]

= log e[ Pe

(|X | − 1)

∑
x∈X

∑
x̂∈X :x̂ ̸=x

PX̂(x̂)−
∑

x∈X ,x ̸=x̂

PX,X̂(x, x̂)]

+ log e[(1− Pe)
∑
x∈X

PX̂(x)−
∑
x∈X

PX,X̂(x, x)]

= log e[ Pe

|X | − 1
(|X | − 1)− Pe] + log e[(1− Pe)− (1− Pe)]

=0.

其中不等号是利用了基本不等式.

如果字母表 X 元素个数有限, 那么由费诺不等式我们知道若 Pe → 0, 则 H(X|X̂) → 0. 但如果 X 元
素个数是可数多个, 结论就不一定成立了, 我们来看一个例子.

例 4.15

设 X̂ 以概率 1 等于 0. 设 Z 是一个取值 {0, 1} 的二元随机变量. 设 Y 是例 3.10 中定义的无穷熵
的随机变量. 定义随机变量 X 满足

X =

{
0 如果 Z = 0,

Y 如果 Z = 1.

则我们有 Pe = P (X 6= X̂) = P (Z = 1). 于是对任意 Pe > 0 都有

H(X|X̂) = H(X) ≥ H(X|Z)

= P (Z = 0)H(X|Z = 0) + P (Z = 1)H(X|Z = 1)

= (1− Pe) · 0 + Pe ·H(Y ) = ∞.

于是当 Pe → 0 时, 我们不能得出 H(X|X̂) → 0.
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设 X 和 X ′ 为两个独立同分布的随机变量，则它们有相同的熵 H(X)，那么 X = X ′ 的概率为

P (X = X ′) =
∑
x

p2(x).

由此我们可以得到如下的不等式：

引理 4.16

如果 X 和 X ′ 为独立同分布，则它们有相同的熵 H(X)，我们有

P (X = X ′) ≥ 2−H(X).

当且仅当 X 服从均匀分布，等号成立.

证明. 设 X ∼ p(x). 由 Jensen 不等式，我们有

2E log p(X) ≤ E2log p(X),

从而有

2−H(X) = 2
∑

p(x) log p(x) ≤
∑

p(x)2log p(x) =
∑

p2(x).

推论 4.17

设 X 和 Y 相互独立，且 X ∼ p(x)，X ′ ∼ r(x)，x, x′ ∈ X，那么

P (X = X ′) ≥ 2−H(p)−D(p∥r)

P (X = X ′) ≥ 2−H(r)−D(r∥p)

证明. 我们有

2−H(p)−D(p∥r) = 2
∑

p(x) log p(x)+
∑

p(x) log r(x)
p(x)

= 2
∑

p(x) log r(x)

≤
∑

p(x)2log r(x)

=
∑

p(x)r(x)

= P (X = X ′),

其中上面的不等号成立是由函数 f(y) = 2y 的凸性和 Jensen 不等式得到.
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第5讲 熵的公理化定义 *
定理 5.1

设 H(p1, . . . , pn) 为满足下列性质的函数:

(1) H 在 pi 上连续, 其中 i = 1, . . . , n.

(2) 若对所有的 i = 1, . . . , n 都有 pi =
1
n , 则 H 关于 n 单调递增.

(3) (分组公理 / Grouping axiom) 对于 P = (p1, . . . , pn), 令 Q = (q1, . . . , qs) 定义为 qj ≜∑nj

i=nj−1+1 pi (其中 j = 1, . . . , s, 且 0 = n0 < n1 < · · · < ns = n), 则：

H(P ) = H(Q) +

s∑
j=1

qjH

(
pnj−1+1

qj
, . . . ,

pnj

qj

)
.

那么 H(p1, . . . , pn) 必然具有形如 −K ·
∑n

i=1 pi · log pi 的形式, 其中 K 为常数因子.

在证明该定理之前，我们简要讨论一下不确定性度量的这三个公理。前两条性质看起来相当合理：概

率的微小变化应该对不确定性只有微小的影响；而具有 n 个可能结果的实验的不确定性，应该大于具有

m < n 个可能结果的实验的不确定性。在极极端情况 n = 1 中（例如实验结果已知），此时不存在不确

定性。然而，第三条公理并不那么显而易见. 我们可以用下面的例子来说明：假设我们在酒店里寻找一个
人。设 pnj−1+i（其中 i ≤ nj − nj−1）表示此人在 j 楼 i 号房间的概率, 那么 qj 就是此人在 j 楼的概率.
当我们已经知道此人在 j 楼时, 寻找此人的剩余不确定性即为：

H

(
pnj−1+1

qj
, . . . ,

pnj

qj

)
.

证明. 定义 A(n) ≜ H
(
1
n , . . . ,

1
n

)
。设对某些 s,m ∈ N，有 n = sm。令 Q =

(
1
s , . . . ,

1
s

)
，其中 1

s = qj =∑jsm−1

(j−1)sm−1+1
1
sm（对 j = 1, . . . , s）。应用分组公理可得：

A(sm) = A(s) + s · 1
s
·A(sm−1) = A(s) +A(sm−1)

迭代此过程可得：

A(sm) = m ·A(s)

类似地，对于某些 t, ℓ ∈ N，我们可得：
A(tℓ) = ℓ ·A(t)

对于任意 ℓ ∈ N，存在一个数 m ∈ N，使得 sm ≤ tℓ < sm+1。由此我们可以推出：

m · log s
ℓ · log s ≤ ℓ · log t

ℓ · log s <
(m+ 1) · log s

ℓ · log s

因此：
m

ℓ
≤ log t

log s <
m

ℓ
+

1

ℓ

由单调性（公理 (2)）可得 A(sm) ≤ A(tℓ) ≤ A(sm+1)，进而有 m · A(s) ≤ ℓA(t) ≤ (m+ 1) · A(s)。经过
与上述相同的计算可得：

m

ℓ
≤ A(t)

A(s)
≤ m

ℓ
+

1

ℓ
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综合上述两个结果，可得： ∣∣∣∣A(t)A(s)
− log t

log s

∣∣∣∣ ≤ 1

ℓ

固定 s 并让 ℓ→ ∞，最终我们得到：

A(t) =
A(s)

log s · log t = K · log t

其中 K ≜ A(s)
log s 为常数（因为 s 是固定的）。至此，定理对于均匀分布得到了证明。对于一般分布 P =

(p1, . . . , pn)，当 pi 均为有理数时，不失一般性可以假设所有的 pi 具有相同的分母，即 pi =
ni∑n
i=1 ni

（对

i = 1, . . . , n）。现将分组公理应用于 P 以及均匀分布
(

1∑n
i=1 ni

, . . . , 1∑n
i=1 ni

)
，可得：

K · log
(

n∑
i=1

ni

)
= H(p1, . . . , pn) +

n∑
i=1

pi ·K logni

整理得：

H(p1, . . . , pn) = K

 n∑
i=1

pi · log

 n∑
j=1

nj

−
n∑

i=1

pi · logni


= K

(
−

n∑
i=1

pi · log ni∑n
j=1 nj

)

= −K
n∑

i=1

pi · log pi

最后，由于要求 H 是连续的（公理 (1)），因此当 pi 为实数时：

H(p1, . . . , pn) = −K ·
n∑

i=1

pi · log pi

同样成立。至此证明了：满足定理三条公理的函数 H(p1, . . . , pn) 必须具有 H(p1, . . . , pn) = −K
∑n

i=1 pi ·
log pi 的形式。另一方面，容易验证对于 P = ( 1n , . . . ,

1
n )，−K

∑n
i=1 pi · log pi 关于 pi（i = 1, . . . , n）是

连续的，且关于 n 单调递增。同时分组公理也成立，因为对于 P = (p1, . . . , pn) 和 Q = (q1, . . . , qs)（其

中 qj =
∑nj

i=nj−1+1 pi），有：

H(Q) +

s∑
j=1

qjH

(
pnj−1+1

qj
, . . . ,

pnj

qj

)

= −K ·

 s∑
j=1

qj · log qj +
s∑

j=1

qj

nj∑
i=nj−1+1

pi
qj

· log pi
qj


= −K ·

 s∑
j=1

qj · log qj +
nj∑

i=nj−1+1

pi · log pi − log qj ·
nj∑

i=nj−1+1

pi


= −K ·

(
n∑

i=1

pi · log pi

)
= H(P )

.

辛钦（Khinchin）提出了以下一组公理，它们同样可以在差一个常数因子的情况下确定熵:

(1’) H(p, 1− p) 在 p 上连续.

(2’) H(p1, . . . , pn) 是对称的 (对称性).

(3’) H(p1, . . . , pn) ≤ H
(
1
n , . . . ,

1
n

)
.
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(4’)（分组公理）：

H(q11, . . . , q1m1
, q21, . . . , q2m2

, . . . , qn1, . . . , qnmn
) = H(p1, . . . , pn) +

n∑
i=1

pi ·H
(
qi1
pi
, . . . ,

qimi

pi

)
其中 pi = qi1 + · · ·+ qimi

.

这里的关键是用更弱的“对称性”性质替换了单调性. 辛钦的公理后来由法捷耶夫（Faddeev）进行了简
化.

定理 5.2: (Faddeev 1956)

设 H(p1, . . . , pn) 为满足下列性质的函数:

(1”) H(p, 1− p) 对于 0 ≤ p ≤ 1 是连续的.

(2”) H(p1, . . . , pn) 对所有 n ∈ N 都是对称的.

(3”) 若 pn = q1 + q2 > 0, 则:

H(p1, . . . , pn−1, q1, q2) = H(p1, . . . , pn) + pn ·H
(
q1
pn
,
q2
pn

)
.

则 H(p1, . . . , pn) = −K ·
∑n

i=1 pi · log pi, 其中常数因子 K ∈ R.

为了证明该定理，需要四个引理。

引理 5.3

H(1, 0) = 0.

证明. 由 (3”)可得H( 12 ,
1
2 , 0) = H( 12 ,

1
2 )+

1
2H(1, 0). 进一步由 (2”)和 (3”)可得H( 12 ,

1
2 , 0) = H(0, 12 ,

1
2 ) =

H(0, 1) +H( 12 ,
1
2 ). 因此

1
2H(1, 0) = H(1, 0), 当然也就有 H(1, 0) = 0.

引理 5.4

H(p1, . . . , pn, 0) = H(p1, . . . , pn)

证明. 出于对称性，我们可以不失一般性假设 pn > 0。根据性质 (3”) 以及引理 5.3, 可得：

H(p1, . . . , pn, 0) = H(p1, . . . , pn) + pn ·H(1, 0) = H(p1, . . . , pn).

引理 5.5

H(p1, . . . , pn−1, q1, . . . , qm) = H(p1, . . . , pn) + pn ·H
(
q1
pn
, . . . ,

qm
pn

)
,

其中 pn = q1 + · · ·+ qm > 0.

证明. 对 m 使用数学归纳法：当 m = 2 时，引理的表述即为性质 (3”)。由引理 5.4 可知，我们只需考虑
对于所有 i = 1, . . . ,m 均有 qi > 0 的情况。假设存在某个 m 使得对于所有的 n 该断言都成立。那么利

用条件 (3)，我们有：
H(p1, . . . , pn−1, q1, . . . , qm+1)
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= H(p1, . . . , pn−1, q1, p
′) + p′ ·H

(
q2
p′
, . . . ,

qm+1

p′

)
= H(p1, . . . , pn) + pn ·H

(
q1
pn
,
p′

pn

)
+ p′ ·H

(
q2
p′
, . . . ,

qm+1

p′

)
其中 p′ = q2 + · · ·+ qm+1。此外，

H

(
q1
pn
, . . . ,

qm+1

pn

)
= H

(
q1
pn
,
p′

pn

)
+
p′

pn
·H
(
q2
p′
, . . . ,

qm+1

p′

)
将此式代入前一个等式中，我们便得到了 m+ 1 情况下的引理断言.

引理 5.6

我们有

H(q11, . . . , q1m1 , q21, . . . , q2m2 , . . . , qn1, . . . , qnmn) = H(p1, . . . , pn) +

n∑
i=1

pi ·H
(
qi1
pi
, . . . ,

qimi

pi

)
其中对每一个 i = 1, . . . , n，都有 pi = qi1 + · · ·+ qimi

.

证明. 根据引理 5.5,
H(q11, . . . , q1m1

, q21, . . . , q2m2
, . . . , qn1, . . . , qnmn

)

= pn ·H
(
qn1
pn

, . . . ,
qnmn

pn

)
+H(q11, . . . , q1m1

, . . . , qn−1,1, . . . , qn−1,mn−1
, pn)

重复迭代此过程即可得到所需的结果.

定理 5.2 的证明. 对 n ≥ 2, 令

F (n) = H

(
1

n
, . . . ,

1

n

)
,

并令

F (1) = 0.

(因为 F (1) = H(1) = H(1, 0) = 0.)
由引理 5.6, 取

m1 = · · · = mn = m,

可以得到

F (mn) = F (m) + F (n).

进一步应用引理 5.5, 可以得到相应的关系.
现在，由于

lim
n→∞

H

(
1

n
,
n− 1

n

)
= H(0, 1) = 0,

我们有

lim
n→∞

(
F (n)− n− 1

n
F (n− 1)

)
= 0.

于是

lim
n→∞

(
F (n)− F (n− 1)

)
= 0.

综上，

F : N → R
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是一个满足

F (nm) = F (n) + F (m)

以及

lim
n→∞

(
F (n)− F (n− 1)

)
= 0

的乘性函数.
下面的引理中我们将证明, F (n) 必然具有

c logn

的形式，其中 c 是一个常数. 有了这一点以后，我们就可以沿着 Shannon 定理证明中的思路继续, 从而得
到所需的结果.

引理 5.7

设

f : N → R

是一个满足以下条件的乘法函数：

1.
f(nm) = f(n) + f(m);

2.
lim
n→∞

(
f(n+ 1)− f(n)

)
= 0.

那么存在某个常数 c ∈ R，使得
f(n) = c · logn.

这个引理最初由 Erdős 提出，后来由 Faddeev 重新发现。下面的证明归功于 Rényi。该证明使用了
另外一个引理，其中加入了关于该函数的一个附加条件。

引理 5.8

设

g : N → R

是一个满足以下条件的乘法函数：

1.
g(nm) = g(n) + g(m);

2.
lim
n→∞

(
g(n+ 1)− g(n)

)
= 0;

3. 存在某个 N > 1，使得

g(N) = 0.

那么

lim
n→∞

g(n)

logn = 0.
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在证明引理 5.8 之前，我们先证明引理 5.7 可以很容易地由引理 5.8 得到. 为此，对于固定的 N > 1,
我们定义

g(n) ≜ f(n)− f(N) · logn
logN ,

其中 f 满足引理 5.7 所要求的性质。
显然，g 满足引理 5.8 中的性质 (ii) 和 (iii)，并且性质 (i) 也成立，这是因为

g(nm) = f(nm)− f(N) · log(nm)

logN

= f(n)− f(N) · logn
logN + f(m)− f(N) · logm

logN
= g(n) + g(m).

由引理 5.8，
0 = lim

n→∞

g(n)

logn = lim
n→∞

(
f(n)

logn − f(N)

logN

)
,

因此

lim
n→∞

f(n)

logn =
f(N)

logN ≜ c,

其中 c ∈ R 为某个常数。
由于 N 可以任意选取，我们有

f(N ′)

logN ′ = c

对所有 N ′ > 1 都成立，因此引理 5.7 得证。

引理 5.8 的证明. 首先定义函数
G : N ∪ {−1, 0} → R

如下：

G(−1) ≜ 0,

并且对于 k = 0, 1, 2, . . .，定义

G(k) ≜ max
Nk≤n<Nk+1

|g(n)|.

此外，对于 k = 0, 1, 2, . . .，令

δk ≜ max
Nk≤n<Nk+1

|g(n+ 1)− g(n)|.

由于

lim
n→∞

(g(n+ 1)− g(n)) = 0,

对于任意 ε > 0，我们可以找到一个 n(ε)，使得当 Nk > n ≥ n(ε) 时,

|g(n+ 1)− g(n)| ≤ ε,

从而有 limk→∞ δk = 0. 进一步注意到，当

Nk ≤ n < Nk+1

时，
g(n)

logn ≤ G(k)

k logN .
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因此，只需证明 limk→∞
G(k)

k log N = 0, 或者更好地，由于 N 是固定的，只需证明

lim
k→∞

G(k)

k
= 0.

于是取 n 和 k, 满足 Nk ≤ n < Nk+1, 并令

n′ ≜ N
⌊ n
N

⌋
.

我们有

g(n) = g(n′) +

n−1∑
ℓ=n′

(
g(ℓ+ 1)− g(ℓ)

)
.

因此

|g(n)| ≤ |g(n′)|+
n−1∑
ℓ=n′

|g(ℓ+ 1)− g(ℓ)|

≤ |g(n′)|+Nδk.

根据引理 14 中的性质 (i) 和 (iii), 我们有

g(n′) = g
(
N ·

⌊ n
N

⌋)
= g(N) + g

(⌊ n
N

⌋)
= g

(⌊ n
N

⌋)
,

因此

|g(n)| ≤
∣∣∣g (⌊ n

N

⌋)∣∣∣+Nδk.

该不等式特别适用于满足 |g(n)| = G(k) 的 n，并且由于 Nk−1 ≤ b n
N c < Nk，我们得到

G(k) ≤ G(k − 1) +Nδk.

进一步地，对于任意 m ∈ N
m∑

k=0

G(k) ≤
m∑

k=0

G(k − 1) +N ·
m∑

k=0

δk.

我们可以得到

G(m) =

m∑
k=0

(G(k)−G(k − 1)) ≤ N

m∑
k=0

δk,

从而
G(m)

m
≤ N

∑m
k=0 δk
m

.

由于 limk→∞ δk = 0，同样有 limm→∞
1
m

∑m
k=0 δk = 0. 因此 limm→∞

G(m)
m = 0，证明完毕。
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第6讲 习题课 1
例 6.1

不断抛掷一枚均匀硬币，直到第一次出现正面为止。令 X 表示所需的抛掷次数。

(a) 求熵 H(X)（以比特为单位）。以下表达式可能会有用：

∞∑
n=0

rn =
1

1− r
,

∞∑
n=0

nrn =
r

(1− r)2
.

(b) 根据该分布抽取了一个随机变量 X。构造一个形式为“X 是否包含在集合 S 中？”的“有

效”的“是-否”问题序列，以确定 X 的值。比较 H(X) 与确定 X 所需的期望问题数.

证明. (a) 抛掷到首次出现正面时的次数 X 服从参数 p = 1/2 的几何分布，其中 P (X = n) = pqn−1,
n ∈ {1, 2, ...}. 因此 X 的熵为：

H(X) = −
∞∑

n=1

pqn−1 log(pqn−1)

= −

[ ∞∑
n=0

pqn log p+
∞∑

n=0

npqn log q
]

=
−p log p
1− q

− pq log q
p2

=
−p log p− q log q

p

= H(p)/p 比特 (bits).

如果 p = 1/2，则 H(X) = 2 比特。

(b) 直观来看，最好的问题显然是那些获得“是”或“否”的几率各占一半的问题。因此，我们可以猜
测，最“有效”的一系列问题为：X = 1 吗？如果不是，X = 2 吗？如果不是，X = 3 吗？……

得到的期望问题数等于
∑∞

n=1 n(1/2
n) = 2。这应该增强了这样一种直觉：H(X) 是衡量 X 的不

确定性的一种度量。事实上，在此情况下，熵恰好等于确定 X 所需的平均问题数，且在一般情况

下 E(问题数) ≥ H(X)。这个问题可以理解为信源编码问题。令 0 = 否，1 = 是，X = 信源，而

Y =编码后的信源。那么上述过程中的问题集可以写成 (X,Y ) 对的集合：(1,1), (2,01), (3,001) 等。
事实上，这个通过直觉得出的代码正是最小化预期问题数的最佳（哈夫曼 Huffman）码.

例 6.2

设离散随机变量X1和X2的概率质量函数分别为 p1(·)和 p2(·),字母表分别为 X1 = {1, 2, · · · ,m},
X2 = {m+ 1, · · · , n}. 设

X =

{
X1 概率为 α

X2 概率为 1− α.

(1) 试求 H(X) 关于 H(X1)、H(X2) 和 α 的表达式.

(2) 试关于 α 最大化 H(X), 证明 2H(X) ≤ 2H1(X) + 2H(X2).
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证明. 注意到

X =

{
X1 概率为 α

X2 概率为 1− α,

我们定义

θ = f(X) =

{
1 若 X = X1,

2 若 X = X2,

那么我们有

H(X) = H(X, f(X)) = H(θ) +H(X|θ)

= H(θ) + p(θ = 1)H(X|θ = 1) + p(θ = 2)H(X|θ = 2)

= H(α) + αH(X1) + (1− α)H(X2)

其中 H(α) = −α logα = (1− α) log(1− α). 记 f(α) = H(α) + αH(X1) + (1− α)H(X2), 则

f ′(α) = log(1− α

α
) +H(X1)−H(X2).

解方程 f ′(α0) = 0 可以得 α0 =
2H(X1)

2H(X1) + 2H(X2)
. 不难看出 f 在 α0 处取到最大值, 于是

H(X) ≤− 2H(X1)

2H1(X) + 2H(X2)
log 2H(X2)

2H1(X) + 2H(X2)
− 2H(X2)

2H1(X) + 2H(X2)
log 2H(X1)

2H1(X) + 2H(X2)

+
2H(X2)

2H1(X) + 2H(X2)
H(X1) +

2H(X1)

2H1(X) + 2H(X2)
H(X2)

= log(2H(X1) + 2H(X2)).

从而 (2) 得证.

例 6.3

设 pi > 0，i = 1, 2, ...m。证明服从分布 (p1, ..., pi, ..., pj , ..., pm) 的随机变量的熵，小于或等于服从

分布 (p1, ...,
pi+pj

2 , ...,
pi+pj

2 , ..., pm) 的随机变量的熵。

解. 这个问题取决于对数函数的凸性。设

P1 = (p1, ..., pi, ..., pj , ..., pm)

P2 = (p1, ...,
pi + pj

2
, ...,

pi + pj
2

, ..., pm)

那么，

H(P2)−H(P1) = −2

(
pi + pj

2

)
log
(
pi + pj

2

)
+ pi log pi + pj log pj

= −(pi + pj) log
(
pi + pj

2

)
+ pi log pi + pj log pj .

由于 f(x) = x logx 在 x > 0 时是严格凸函数，以下不等式成立：

f(pi) + f(pj)

2
=

1

2
(pi log pi + pj log pj) ≥ f

(
pi + pj

2

)
=
pi + pj

2
log pi + pj

2
.

因此，H(P2) ≥ H(P1).
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例 6.4

设 X, Y 和 Z 为三个服从 Bernoulli( 12 ) 的二元随机变量，且两两独立. 在上述约束条件下，

H(X,Y, Z) 的最小值是多少？

证明. 我们有

H(X,Y, Z) = H(X,Y ) +H(Z|X,Y )

≥ H(X,Y )

= 2比特.

下面我们验证这个下界可以达到, 从而 H(X,Y, Z) 的最小值为 2 比特.
设 X,Y ∼ Bernoulli(1/2), Z = X ⊕ Y , 其中 ⊕ 表示模 2 加法.

例 6.5

设 Z1, Z2, · · · 为独立同分布的随机变量，服从 {0, 1} 上的均匀分布. 对于 1 ≤ i ≤ n，设

Xi =

i∑
j=1

Zj .

求 I(X1;X2, X3, · · · , Xn).

证明. 首先注意到 X1 → X2 → · · · → Xn 构成一个马尔可夫链. (思考：为什么？)
由互信息的链式法则, 我们有

I(X1;X2, X3, · · · , Xn) =

n∑
i=2

I(X1;Xi|X2, · · · , Xi−1)

= I(X1;X2).

= I(Z1;Z1 + Z2)

= H(Z1 + Z2)−H(Z1 + Z2|Z1)

=
3

2
− 1 = 1/2比特.

例 6.6

设 X1 → X2 → X3 → X4 构成一个马尔可夫链. 证明：

I(X1;X3) + I(X2;X4) ≤ I(X1;X4) + I(X2;X3).

证明. 注意到

I(X1;X3, X4) = I(X1;X3) + I(X1;X4|X3)

= I(X1;X4) + I(X1;X3|X4)

于是

I(X1;X4)− I(X1;X3) = I(X1;X4|X3)− I(X1;X3|X4).

类似地,
I(X2;X3)− I(X2;X4) = I(X2;X3|X4)− I(X2;X4|X3).
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从而我们有 (由于 X1 → X2 → X3 → X4 构成一个马尔可夫链, I(X1;X4|X3) = 0, I(X2;X4|X3) = 0.)

I(X1;X4) + I(X2;X3)− I(X1;X3) + I(X2;X4)

=I(X1;X4|X3)− I(X1;X3|X4) + I(X2;X3|X4)− I(X2;X4|X3)

=I(X2;X3|X4)− I(X1;X3|X4)

又由

I(X1, X2;X3|X4) = I(X1;X3|X4) + I(X2;X3|X1, X4)

= I(X2;X3|X4) + I(X1;X3|X2, X4),

我们知

I(X1;X4) + I(X2;X3)− I(X1;X3) + I(X2;X4)

=I(X2;X3|X1, X4)− I(X1;X3|X2, X4).

注意到 (这里我们再次用到 X1 → X2 → X3 → X4 构成一个马尔可夫链这一事实) I(X1;X3|X2, X4) =

I(X1;X3, X4|X2)− I(X1;X4|X2) = 0, 于是

I(X1;X4) + I(X2;X3)− I(X1;X3) + I(X2;X4) = I(X2;X3|X1, X4) ≥ 0.

从而得证.

例 6.7

记 π(n) 为不超过 n 的素数个数. 注意到对于任一正整数 n，其有唯一的形如下的素因子分解

n =

π(n)∏
i=1

pXi
i .

其中 p1, p2, p3, · · · 为素数. 即 p1 = 2, p2 = 3, p3 = 5, · · · . Xi = Xi(n) 为一个非负整数，其表示 n

的素因子分解中 pi 的重数. 设 N 为在 {1, 2, · · · , n} 上均匀分布的一个随机变量.

(1) 证明 Xi(N) 为一个整数值随机变量，满足

0 ≤ Xi(N) ≤ logn.

(2) 证明 logn = H(N) ≤ π(n) log(logn + 1). 从而 π(n) ≥ log n
log(log n+1) . 特别地当 n → ∞ 时有

π(n) → ∞.

证明. (1) 由于 pXi
i |N , 所以 2Xi(N) ≤ p

Xi(N)
i ≤ N ≤ n. 从而 Xi(N) ≤ logn.

(2) 注意到对于每个 N , 其对应的 (X1(N), · · · , Xπ(n)(N)) 是唯一的, 所以

logn = H(N)

= H(X1(N), X2(N), · · · , Xπ(n)(N))

≤ H(X1(N)) + · · ·+H(Xπ(n)(N))

≤ π(n) log(log(n+ 1)),

从而 π(n) ≥ log n
log(log n+1) . 特别地当 n→ ∞ 时有 π(n) → ∞.
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注记 6.8

上例的结论可以进一步加强. 设 N ∼ Uniform{1, 2, · · · , n}, 其可以唯一表示为

N =M2 · pY1
1 · pY2

2 · . . . · pYπ(n)

π(n) ,

其中 M 是使得 M2|N 的最大整数. 这样随机变量 Yi 取值范围是 {0, 1}. 由于 M2|N , 1 ≤ M ≤
√
n. 从而我们有

logn = H(N)

= H(M,Y1, · · · , Yπ(n))

≤ H(M) +H(Y1) +H(Y2) + · · ·+H(Yπ(n))

≤ 1

2
logn+ π(n).

从而 π(n) ≥ 1
2 logn.

例 6.9

假设 X 是一个取值于自然数集 N = {1, 2, ...} 上的随机变量，其概率质量函数（PMF）为 P . 我
们将尝试寻找使该随机变量的熵有限的条件.

(1) 假设 E[X] < ∞. 设 Q 为成功概率为 r 的几何随机变量的 PMF, 即对于所有 x ∈ N, 有
Q(x) = (1− r)x−1r, 其中 r ∈ (0, 1). 请用 H(X)、E[X] 和 r 来表示相对熵 D(P ||Q).

(2) 利用上一问的结论证明:

H(X) ≤ E[X] · h2
(

1

E[X]

)
.

当 X 服从几何分布时等号成立. 由此我们知如果 E[X] < ∞ 则 X 的熵是有限的. 其中，
h2(·) 表示二元熵函数，定义为 h2(x) = −x log2 x− (1− x) log2(1− x).

(3) 现在假设我们不知道是否有 E[X] < ∞ 但是我们知道 E[logX] < ∞。证明这也能推出
H(X) <∞。

证明. (1) 展开相对熵, 我们有:

D(P ||Q) =
∑
x∈N

P (x) log P (x)
Q(x)

=
∑
x∈N

P (x) logP (x) +
∑
x∈N

P (x) log 1

Q(x)

= −H(X) +
∑
x∈N

P (x) log 1

(1− r)x−1r

= −H(X) + (E[X]− 1) log 1

1− r
+ log 1

r
.

(2) 设 Q 与上一问的分布相同。利用 KL 散度的非负性 D(P ||Q) ≥ 0，我们有：

H(X) ≤ (E[X]− 1) log
(

1

1− r

)
+ log

(
1

r

)
.
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该上界对任意 r ∈ (0, 1) 均成立。因此，我们选择使右式极小化的 r 值。对 r 求导并令导数为 0：

E[X]− 1

1− r
− 1

r
= 0 =⇒ r =

1

E[X]
.

将此 r 代入上界表达式中，可得:

H(X) ≤ (E[X]− 1) log
(

1

1− 1
E[X]

)
+ log

(
1
1

E[X]

)

= E[X] ·
[
−
(
1− 1

E[X]

)
log
(
1− 1

E[X]

)
− 1

E[X]
log
(

1

E[X]

)]
= E[X] · h2

(
1

E[X]

)
.

由于期望 E[X] 有限，且二元熵函数受限于 1，因此熵被一个有限值所界定，故而是有限的. 当
D(P ||Q) = 0 时取得上界，这意味着 P = Q，即 X 服从参数为 r = 1

E[X] 的几何分布。

(3) 对于任意 α > 1，令：
∞∑
x=1

1

xα
= cα

由于当 α > 1 时级数收敛，我们知道存在这样一个有限的 cα。对于 x ∈ N，选取分布 Q 为 Q(x) =
1

cαxα。我们可以将 P 与 Q 之间的 KL 散度展开为：

D(P ||Q) = −H(X) + E
[
log 1

Q(X)

]
利用 KL 散度的非负性，可得：

H(X) ≤ E [log(cαXα)] = log cα + αE[logX]

由于 cα、α 和 E[logX] 均为有限值，因此熵被一个有限值所界定，故也是有限的.

例 6.10

我们将证明：如果 (Y, Y ′) 是独立同分布的离散随机变量，则：

H(Y − Y ′)−H(Y ) ≤ 2(H(Y ′ + Y )−H(Y ))

我们将按照以下步骤证明该不等式。

(a) 互信息的预处理不等式 (Data Processing Inequality for Mutual Information) 设
X1, X2 为离散随机变量。对于某些函数 F (·), G(·)，令 Y1 = F (X1) 且 Y2 = G(X2)。证明：

I(X1;X2) ≥ I(Y1;Y2)

(b) 次模性 (Submodularity) 假设存在函数 F,G,R 使得 X0 = F (X1) = G(X2) 且 X12 =

R(X1, X2)，其中 X1, X2 为离散随机变量。利用前一部分证明：

H(X12) +H(X0) ≤ H(X1) +H(X2)

(c) 鲁扎三角形不等式 (Ruzsa Triangle Inequality) 设 X,Y, Z 为独立的离散随机变量。利

用 (b) 部分证明：

1. H(X − Z) ≤ H(X − Y ) +H(Y − Z)−H(Y )
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2. H(X − Z) ≤ H(X + Y ) +H(Y + Z)−H(Y )

[提示：在 (b)部分中使用X1 = (X−Y, Y −Z)，X2 = (X,Z)，X12 = (X,Y, Z)且X0 = X−Z。
]

(d) 熵的和与差 (Sum and Difference of Entropy) 利用前一部分得出结论：对于独立同分布
的 (Y, Y ′) 随机变量，有：

H(Y − Y ′)−H(Y ) ≤ 2(H(Y ′ + Y )−H(Y ))

证明. (a)

I(X1;X2) = H(X1)−H(X1 | X2)

(i)
= H(X1)−H(X1 | X2, Y2)

(ii)

≥ H(X1)−H(X1 | Y2)

= I(Y2;X1)

= H(Y2)−H(Y2 | X1)

(iii)
= H(Y2)−H(Y2 | X1, Y1)

(iv)

≥ H(Y2)−H(Y2 | Y1)

= I(Y1;Y2)

其中：

(i) 来自 Y2 = G(X2) 的事实。

(ii) 来自“条件化降低熵”。

(iii) 来自 Y1 = F (X1) 的事实。

(iv) 来自“条件化降低熵”。

(b) 显而易见 H(X12) ≤ H(X1, X2)，因此 H(X1)+H(X2)−H(X12) ≥ H(X1)+H(X2)−H(X1, X2) =

I(X1;X2)。结合上述 (a) 部分 I(X1;X2) ≥ I(Y1;Y2) = I(X0;X0) = H(X0)，即完成了证明。

(c) 1. 令 X1 = (X − Y, Y − Z)，X2 = (X,Z)，X0 = X − Z 且 X12 = (X,Y, Z)。因此对于函数

F,G,R，我们有 X0 = F (X1) = G(X2) 且 X12 = R(X1, X2)。利用上述 (b) 部分：

H(X,Y, Z) +H(X − Z) ≤ H(X − Y, Y − Z) +H(X,Z)

根据独立性展开，并利用条件化降低熵整理可得：

H(X − Z) ≤ H(X − Y ) +H(Y − Z)−H(Y )

2. 将 Y 替换为 −Y，并注意到 H(Y ) = H(−Y )，即可得到该结果。

(d) 将 (c)-2 用于独立同分布的 X,Y, Z，并利用 H(Y ) = H(X) 以及 H(X + Y ) = H(Y + Z)，得到：

H(X − Z) +H(X) ≤ 2H(X + Y )

现在替换 X = Y ′ 且 Z = Y ′′，即可得到：

H(Y ′ − Y ′′)−H(Y ) ≤ 2(H(Y ′ + Y )−H(Y )).
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第7讲 渐近均分性

在信息论中，与大数定律类似的是渐近均分性 (AEP)，它是弱大数定律的直接结果。大数定律针对独立
同分布 (i.i.d.)随机变量，当 n很大时，1

n

∑n
i=1Xi近似于期望值 EX。渐近均分性表明 1

n log 1
p(X1,X2,··· ,Xn)

近似于熵 H，其中 X1, X2, · · · , Xn 为 i.i.d. 随机变量，p(X1, X2, · · · , Xn)是观察序列 X1, X2, · · · , Xn 出

现的概率。因而，当 n 很大时，一个观察序列出现的概率 p(X1, X2, · · · , Xn) 近似等于 2−nH。

这促使我们将全体序列组成的集合划分成两个子集，其一是典型集，其中样本熵近似于真实熵；其二

是非典型集，包含其余的序列。我们将主要关注典型集，这是因为任何基于典型序列的性质都是以高概率

成立的，并且决定着大样本的平均行为。

首先举个例子。设随机变量 X ∈ {0, 1} 的概率密度函数为 p(1) = p 和 p(0) = q。若 X1, X2, · · · , Xn

为 i.i.d.，且服从 p(x)，则序列 x1, x2, · · · , xn 出现的概率为
∏n

i=1 p(xi)。比如，序列 (1, 0, 1, 1, 0, 1) 出现

的概率是 p
∑

xiqn−
∑

xi = p4q2。很显然，并非所有长度为 n 的 2n 个序列都具有相同的概率。

然而, 我们能够预测出实际观测到的序列的概率, 即可以求出观测结果 X1, X2, · · · , Xn 的概率

p(X1, X2, · · · , Xn),

其中 X1, X2, · · · , Xn 为 i.i.d. ∼ p(x)。这是一个自引用的问题，但仍然是可以明确定义的。显然，我们是

在寻求服从同一概率分布的事件的概率，而结论是 p(X1, X2, · · · , Xn) 将以高的概率接近于 2−nH .
对此，概括为“几乎一切事件都令人同等的意外。”换言之，当 X1, X2, · · · , Xn 为 i.i.d. ∼ p(x) 则

Pr{(X1, X2, · · · , Xn) : p(X1, X2, · · · , Xn) = 2−n(H±ϵ)} ≈ 1

在这个例子中，p(X1, X2, · · · , Xn) = p
∑

Xiqn−
∑

Xi 可以简单地说序列中 1 出现的个数近似等于 np

(以很高的概率)，且所有这样的序列 (粗略地) 有相同的概率 2−nH(p).

7.1 大数定律

定义 7.1: 随机变量的收敛

设 X1, X2, · · · 为一随机变量序列. 下面我们考虑序列 {Xn} 收敛到 X 的三种不同方式：

1. 如果对任意的 ϵ > 0，P{|Xn −X| > ϵ} → 0，则称为依概率收敛.

2. 如果 E(Xn −X)2 → 0，则称为均方收敛.

3. 如果 P{limn→∞Xn = X} = 1，则称为概率 1（或称几乎处处）收敛.

引理 7.2: 马尔可夫不等式

对任意非负随机变量 X 以及任意的 t > 0，我们有

P{X ≥ t} ≤ EX

t
. (7.1)

证明. 如果 X 有分布 F (x)，

EX =

∫ ∞

0

xdF =

∫ t

0

xdF +

∫ ∞

t

xdF ≥
∫ ∞

t

xdF ≥
∫ ∞

t

tdF = tP{X ≥ t}.

从而我们有 (7.1).
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引理 7.3: 切比雪夫不等式

设随机变量 Y 的均值和方差分别为 µ 和 σ2. 则有对任意 ϵ > 0，

P{|Y − µ| > ϵ} ≤ σ2

ϵ2
.

证明. 在马尔可夫不等式中我们取 X = (Y − µ)2，可得

P{(Y − µ)2 > ϵ2) ≤ P{(Y − µ)2 ≥ ϵ2)

=
E(Y − µ)2

ϵ2

=
σ2

ϵ2
,

又注意到 P{(Y − µ)2 > ϵ2) = P{|Y − µ| > ϵ}，我们有

P{|Y − µ| > ϵ} ≤ σ2

ϵ2
.

定理 7.4: 弱大数定律

设 Z1, Z2, · · · , Zn 为 i.i.d. 随机变量序列，其均值和方差分别为 µ 和 σ2，令 Z̄n = 1
n

∑n
i=1 Zn 为

样本均值. 证明：
P{|Z̄n − µ| > ϵ} ≤ σ2

nϵ2
.

因此，当 n→ ∞ 时，P{|Z̄n − µ| > ϵ} → 0. 这就是著名的弱大数定律.

证明. 在切比雪夫不等式中取 Y = Z̄n，且注意到 EZ̄n = µ 以及 Var(Z̄n) =
σ2

n （Z̄n 是 n 个独立同分布

的随机变量 Zi

n ，每个的方差为
σ2

n2），我们有

P{|Z̄n − µ| > ϵ} ≤ σ2

nϵ2
.

从而得证.

7.2 渐近均分性定理

定理 7.5: AEP

若 X1, X2, · · · , Xn 为 i.i.d.∼ p(x)，则

− 1

n
log p(X1, X2, · · · , Xn) → H(X) 依概率.

证明. 独立随机变量的函数依然是独立随机变量. 因此，由于 Xi 是 i.i.d.，从而 log p(Xi) 也是 i.i.d. 的.
从而由大数定律，

− 1

n
log p(X1, X2, · · · , Xn) = − 1

n

∑
i

log p(Xi)

→ −E log p(X) 依概率

= H(X).

这就证明了该定理.
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定义 7.6

关于 p(x) 的典型集 A
(n)
ϵ 是序列 (x1, x2, · · · , xn) ∈ Xn 的集合，且满足性质：

2−n(H(X)+ϵ) ≤ p(x1, x2, · · · , xn) ≤ 2−n(H(X)−ϵ).

作为渐近均分性的一个推论，可以证明典型集 A
(n)
ϵ 有如下性质：

定理 7.7

1. 如果 (x1, x2, · · · , xn) ∈ A
(n)
ϵ ，则 H(X)− ϵ ≤ − 1

n log p(x1, x2, · · · ) ≤ H(X) + ϵ.

2. 当 n 充分大时，P{A(n)
ϵ } > 1− ϵ.

3. |A(n)
ϵ | ≤ 2n(H(X)+ϵ)，其中 |A| 表示集合 A 中的元素个数.

4. 当 n 充分大时，|A(n)
ϵ | ≥ (1− ϵ)2n(H(X)−ϵ).

证明. 性质 (1) 的证明可直接由 A
(n)
ϵ 的定义，利用对数函数的单调性得到. 第二个性质由定理7.5 可以得

到. 为证明性质 (3)，我们有

1 =
∑

x∈Xn

p(x)

≥
∑

x∈A
(n)
ϵ

p(x)

≥
∑

x∈A
(n)
ϵ

2−n(H(X)+ϵ)

= 2−n(H(X)+ϵ)|A(n)
ϵ |

因此 |A(n)
ϵ | ≤ 2n(H(X)+ϵ).

证明. 为证明 (4)，我们注意到对于充分大的 n，P{A(n)
ϵ } > 1− ϵ，从而

1− ϵ < P{A(n)
ϵ }

≤
∑

x∈A
(n)
ϵ

2−n(H(X)−ϵ)

= 2−n(H(X)−ϵ)|A(n)
ϵ |,

其中第二个不等式由典型集的定义可得. 从而，|A(n)
ϵ | ≥ (1− ϵ)2n(H(X)−ϵ)，从而定理得证.

7.3 AEP 的推论：数据压缩

设 X1, X2, · · · , Xn 为 i.i.d∼ p(x) 的随机变量. 我们将 Xn 中的所有序列划分成两个集合：典型集

A
(n)
ϵ 及其补集. 我们现在要对 Xn 中的元素进行 01 编码，我们希望能够有较短的平均码字长度.
将每个集合中的所有元素按某种顺序（比如字典序）排列. 然后给集合中的序列指定下标可以表示

A
(n)
ϵ 中的每个序列. 由于 A

(n)
ϵ 中序列个数 ≤ 2n(H+ϵ)，则表示它们需要的比特数不超过 n(H + ϵ)+1（加

1 是因为 n(H + ϵ) 可能是非整数）. 在所有这些序列前加上 0，于是可知表示 A
(n)
ϵ 需要的比特数不超过

n(H + ϵ) + 2. 类似地，对不属于 A
(n)
ϵ 中的序列，我们表示它们需要的比特数不超过 n log |X |+ 1，再在

这些序列前加 1. 这样我们就获得了关于所有序列的一个编码方案.
注意，上述编码方案有如下特征：
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• 编码是 1-1 的，且可以很方便地译码. 起始位作为标识位，标明紧随码字的长度.

• 没有考虑非典型集的元素实际上少于 Xn 中元素的个数. 但这足以产生一个有效的描述. （后面我
们会看到，这是由于非典型集占的比例很小）

• 典型序列具有较短的描述长度.

下面用记号 xn 表示序列 x1, x2, · · · , xn. 设 l(xn) 表示相应于 xn 的码字长度. 若 n 充分大，使得

P{A(n)
ϵ } ≥ 1− ϵ，于是，码字长度的数学期望为

E(l(Xn)) =
∑
xn

p(xn)l(xn)

=
∑

xn∈A
(n)
ϵ

p(xn)l(xn) +
∑

xn∈(A
(n)
ϵ )c

p(xn)l(xn)

≤
∑

xn∈A
(n)
ϵ

p(xn)(n(H + ϵ) + 2) +
∑

xn∈(A
(n)
ϵ )c

p(xn)(n log |X |+ 2)

= P{A(n)
ϵ }(n(H + ϵ) + 2) + P ({(A(n)

ϵ )c})(n log |X |+ 2)

≤ n(H + ϵ) + ϵn(log |X |) + 2ε+ 2

= n(H + ϵ′).

其中 ϵ′ = ϵ+ ϵ log |X |+ 2ε+2
n ，适当选取 ϵ 和 n 时，ϵ′ 可以任意小. 至此，我们证明了如下的定理.

定理 7.8

设 Xn 为服从 p(x) 的 i.i.d. 序列，ϵ > 0，则存在一个编码将长度为 n 的序列 xn 映射为比特串，

使得映射是 1− 1 的（因而可逆），且对于充分大的 n，有

E[
1

n
l(Xn)] ≤ H(X) + ϵ.

上述定理说明，在平均意义下，我们可以用大约 nH(X) 比特来表示序列 Xn.

7.4 高概率集与典型集

定义 7.9

对每个 n = 1, 2, · · ·，设 B
(n)
δ ⊂ X n 为满足如下条件的元素个数最小的集合：

P{B(n)
δ } ≥ 1− δ.

定理 7.10

设X1, X2, · · · , Xn为服从 p(x)的 i.i.d.序列. 对于 δ < 1
2 以及任意的 δ′ > 0，如果 P{B(n)

δ } > 1−δ，
则对于充分大的 n，有

1

n
log |B(n)

δ | > H − δ′.
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证明. 设 A
(n)
ε 为一个典型集，则 P (A

(n)
ε ) > 1− ϵ，从而 P (A

(n)
ε ∩B(n)

δ ) ≥ 1− ε− δ. 我们有

1− ε− δ ≤ P (A(n)
ε ∩B(n)

δ )

=
∑

A
(n)
ε ∩B

(n)
δ

p(xn)

≤
∑

A
(n)
ε ∩B

(n)
δ

2−n(H−ε)

= |A(n)
ε ∩B(n)

δ |2−n(H−ε)

≤ |B(n)
δ |2−n(H−ε).

前式两边取对数，我们有

1

n
log |B(n)

δ | ≥ (H − ε) +
1

n
log(1− ε− δ).

取 ε 充分小, 以及 n 充分大, 使得 ε− 1
n log(1− ε− δ) < δ′, 从而得证.

下面引进一个新记号以表示在一阶指数意义下的相等概念.

定义 7.11: 记

an
.
= bn 表示

lim
n→∞

1

n
log an

bn
= 0.

于是，我们有：如果 δn → 0 且 ϵn → 0，则

|B(n)
δn

| .= |A(n)
ϵn | .= 2nH .

例 7.12

为说明 A
(n)
ϵ 与 B

(n)
δ 的区别，考虑一个 Bernoulli 序列 X1, X2, · · · , Xn，其参数 p = 0.9. 此时，典

型序列元素中 1 所占的比例近似等于 0.9. 然而，这并不包括全部都是 1 的序列，虽然其出现的概

率最大. 集合 B
(n)
δ 包含所有很可能出现的序列，因而包括全部为 1 的序列.
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第8讲 熵率

8.1 马尔可夫链

随机过程 {Xi} 是一个带下标（表示时间）的随机变量序列. 一般允许随机变量间具有任意的相关性.
为刻画一个过程我们需要知道所有有限的联合概率密度函数

P{(X1, X2, · · · , Xn) = (x1, x2, · · · , xn)} = p(x1, x2, · · · , xn)

其中 (x1, x2, · · · , xn) ∈ Xn，n = 1, 2, · · · .

定义 8.1

如果随机变量序列的任意有限子集的联合分布关于时间下标的位移不变，即对于每个 n 和位移 l，

以及任意的 x1, x2, · · · , xn ∈ X，均满足

P{X1 = x1, X2 = x2, · · · , Xn = xn} = P{Xl+1 = x1, Xl+2 = x2, · · · , Xl+n = xn}.

则称该随机过程是平稳的.

定义 8.2: 如

对 n = 1, 2, · · ·，及所有的 x1, x2, · · · , xn ∈ X，有

P{Xn+1 = xn+1|Xn = xn, Xn−1 = xn−1, · · · , X1 = x1} = P{Xn+1 = xn+1|Xn = xn}.

则称该离散随机过程为马尔可夫链或马尔可夫过程.

此时，随机变量的联合概率密度函数可以写为

p(x1, x2, · · · , xn) = p(x1)p(x2|x1)p(x3|x2) · · · p(xn|xn−1).

定义 8.3

如果条件概率 p(xn+1|xn) 不依赖于 n，即对 n = 1, 2, · · ·，有

P{Xn+1 = j|Xn = i} = P{X2 = j|X1 = i} = Pij 对任意i, j ∈ X .

则称该马尔可夫链是时齐的（或称是时间不变的）. 此时，称 Pij 为从 i 到 j 的（一步）概率转

移概率. 若将 Pij 作为第 i 行第 j 列的元素，我们得到一个矩阵 P = (Pij)S×S，称之为 {Xn} 的
（一步）概率转移矩阵. 以后，如果没有特别说明，我们提到的马尔可夫链都默认是时齐的.

若马尔可夫链可以从任意状态经过有限步转移到另一任意状态，且转移概率为正，则称该马尔可夫

链是不可约的. 如果从一个状态转移到它自身的不同路径长度的最大公因子为 1，则称该马尔可夫链是非

周期的. 用严格的数学语言来说，称 {n ≥ 1 : p
(n)
ii > 0} 的最大公约数为状态 i 的周期，若对于每个状态

其周期均为 1，则称该马尔可夫链是非周期的.
对于一个马尔可夫链，如果在时间 n 随机变量的概率密度函数为 p(xn)，那么在 n+1 时刻，随机变

量的概率密度函数为

p(xn+1) =
∑
xn

p(xn)Pxnxn+1
.
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若在 n+1 时刻，状态空间上的分布与在 n 时刻的分布相同，则称此分布为平稳分布. 于是，平稳分布 µ

为下列方程组的解：

µj =
∑
i

µiPij 对任意的 j.

命题 8.4

如果马尔可夫链的初始状态服从平稳分布，那么该马尔可夫链为平稳过程.

证明. 设初始分布为 µ. 若初始状态服从平稳分布，P (X0 = i) = µi. 于是 P (X1 = j) =
∑

i P (X0 =

i)Pij =
∑

i µiPij = µj . 下面我们来归纳证明 P (Xn = j) = µj . 如果我们有 P (Xk = j) = µj，下面我们

来证明 P (Xk+1 = j) = µj . 我们有

P (Xk+1 = j) =
∑
i

P (Xk = i)P (Xk+1 = j|Xk = i) =
∑
i

µiPij = µj .

从而得证.
下面我们用归纳法对 m 归纳证明

P (Xk+1 = j1, · · · , Xk+m = jm) = P (X1 = j1, · · · , Xk+m = jm).

假设上式对 m− 1 成立，下面我们来考虑 m 的情形.

P (Xk+m = jm, · · · , Xk+1 = j1)

= P (Xk+m = jm|Xk+m−1 = jm−1, · · · , Xk+1 = j1)P (Xk+m−1 = jm−1, · · · , Xk+1 = j1)

= P (Xk+m = jm|Xk+m−1 = jm−1)P (Xk+m−1 = jm−1, · · · , Xk+1 = j1)

= P (Xm = jm|Xm−1 = jm−1)P (Xm−1 = jm−1, · · · , X1 = j1)

= P (Xm = jm|Xm−1 = jm−1, · · · , X1 = j1)P (Xm−1 = jm−1, · · · , X1 = j1)

= P (Xm = jm, Xm−1 = jm−1, · · · , X1 = j1).

从而我们知该马尔可夫链是平稳的.

若有限状态马尔科夫链是不可约的和非周期的，则它的平稳分布惟一，从任意的初始分布出发，当

n→ ∞ 时，Xn 的分布必趋向于此平稳分布. 有兴趣的读者可参见随机过程相关书籍.

例 8.5

考虑一个两状态马尔可夫链，它的概率转移矩阵为

P =

[
1− α α

β 1− β

]
.

设向量 µ 表示平稳分布，则通过解方程 µP = µ 可求得 µ. 在时刻 n 时状态 Xn 的熵为

H(Xn) = H(
β

α+ β
,

α

α+ β
).
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8.2 熵率

定义 8.6

当如下极限存在时，随机过程 {Xi} 的熵率定义为

H(X) = lim
n→∞

1

n
H(X1, X2, · · · , Xn). (8.1)

例 8.7: 打字机

假定一台打字机可以输出 m 个等可能的字母. 由此打字机可以产生长度为 n 的 m 个序列，并且

都等可能出现. 因此，H(X1, X2, · · · , Xn) = logmn，从而熵率为 H(X ) = logm 比特/字符.

例 8.8

设 X1, X2, · · · , Xn 为一列独立同分布的随机变量序列. 此时，有

H(X ) = lim
n→∞

H(X1, X2, · · · , Xn)

n
= lim

n→∞

nH(X1)

n
= H(X1).

例 8.9

若 X1, X2, · · · , Xn 独立但不同分布，则

H(X1, X2, · · · , Xn) =

n∑
i=1

H(Xi).

我们可以选择 X1, X2, · · · 的一个分布序列，使 1
n

∑
H(Xi) 的极限不存在. 例如我们考虑二值随

机分布序列，其中 pi = P (Xi = 1) 不是常数，而为 i 得函数. 如果我们定义

pi =

{
0.5 2k < log log i ≤ 2k + 1

0 2k + 1 < log log i ≤ 2k + 2

此时，该序列的情况是，满足 H(Xi) = 1 的随机变量序列（可以任意长）之后，紧接着是更长以

指数变化的序列满足 H(Xi) = 0. 所以，H(Xi) 的累计平均值将在 0 与 1 之间震荡，从而不存在

极限. 因此，该过程的 H(X ) 无定义.

我们也可以定义熵率的一个相关的量:

H ′(X ) = lim
n→∞

H(Xn|Xn−1, Xn−2, · · · , X1) (8.2)

定理 8.10

对于平稳随机过程，式 (8.1) 和 (8.2) 中的极限均存在且相等：

H(X ) = H ′(X ).

定理 8.11

对于平稳随机过程，H(Xn|Xn−1, · · · , X1) 随 n 递减且存在极限 H ′(X ).
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证明.

H(Xn+1|X1, X2, · · · , Xn) ≤ H(Xn+1|Xn, · · · , X2)

= H(Xn|Xn−1, · · · , X1)

其中的不等式由条件作用使熵减小这个性质得到，而等式由该过程的平稳性得到. 由于H(Xn|Xn−1, · · · , X1)

是非负且递减的数列，故知极限 H ′(X ) 存在.

引理 8.12

若 an → a，且 bn = 1
n

∑n
i=1 ai，则 bn → a.

定理8.10的证明. 由链式法则，我们有

H(X1, X2, · · · , Xn)

n
=

1

n

n∑
i=1

H(Xi|Xi−1, · · · , X1).

于是由引理8.12，我们知

H(X ) = lim H(X1, X2, · · · , Xn)

n
= limH(Xn|Xn−1, · · · , X1) = H ′(X ).

研究随机过程熵率的重要意义体现在平稳遍历过程的 AEP. 我们可以证明更一般的 AEP，即对任意
的遍历过程，

− 1

n
log p(X1, X2, · · · , Xn) → H(X ) (4-24)

以概率 1 收敛. 由此, 上一讲中的所有定理可容易地推广到一般的平稳遍历过程. 上一讲中的 i. i. d. 情
形类似，我们可定义典型集, 并采用同样的讨论方法, 可以证明典型集的概率近似为 1, 且大约有 2nH(X )

个长度为 n 的典型序列, 其每个序列出现的概率大约为 2−nH(X ). 所以, 大约使用 nH(X ) 比特可表示长

度为 n 的典型序列. 这体现出熵率可以表征平稳遍历过程的平均描述长度的重要意义.
下面我们来计算平稳马尔可夫链这一特殊的随机过程的熵率. 我们有

H(X ) = H ′(X ) = limH(Xn|Xn−1, · · · , X1) = limH(Xn|Xn−1) = H(X2|X1).

其中第三个等式是因为

H(Xn|Xn−1, · · · , X1)

= −
∑

x1,··· ,xn

p(x1, x2, · · · , xn−1)p(xn|xn−1, xn−2, · · · , x1) log p(xn|xn−1, xn−2, · · · , x1)

= −
∑

x1,··· ,xn

p(x1, x2, · · · , xn−1)p(xn|xn−1) log p(xn|xn−1)

= −
∑

xn−1,xn

p(xn|xn−1) log p(xn|xn−1)
∑

x1,··· ,xn−2

p(x1, x2, xn−1)

= −
∑

xn−1,xn

p(xn−1)p(xn|xn−1) log p(xn|xn−1)

= −
∑

xn−1,xn

p(xn−1, xn) log p(xn|xn−1)

= H(Xn|Xn−1).

条件熵可以根据给出的平稳分布计算得到. 注意到，平稳分布 µ 为下列方程组的解：

µj =
∑
i

µiPij 对任意的j.
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定理 8.13

设 {Xi} 为平稳马尔可夫链，其平稳分布为 µ，转移矩阵为 P . 则熵率为

H(X ) = −
∑
ij

µiPij logPij .

证明.
H(X ) = H(X2|X1) =

∑
i

µi(
∑
j

−Pij logPij).

例 8.14

我们可以计算前面提到的两状态马尔可夫链的熵率为

H(X ) = H(X2|X1) =
β

α+ β
H(α) +

α

α+ β
H(β).

注记 8.15

若马尔可夫链是不可约的，那么该马尔可夫链存在状态空间上的惟一平稳分布，并且给定任意的

初始分布，当 n→ ∞ 时，分布必趋向于此平稳分布. 此时，即使初始分布不是平稳分布，熵率也
如式 (8.1) 和 (8.2) 中给出的 H(X ).

8.3 例子：加权图上随机游动的熵率

我们考虑一个连通图上的随机游动，假定该图有 m 个顶点，标记为 {1, 2, · · · ,m}，其中连接节点 i

和 j 的边权重为 Wij . 假定此图是无向的，即 Wij =Wji. 若节点 i 和 j 没有连接边，则设 Wij = 0.
有一个粒子在图中由一个节点到另一个节点作随机游动. 设随机游动 {Xn}, Xn ∈ {1, 2, · · · ,m} 为

图的一个顶点序列. 若 Xn = i，那么下一个顶点 j 只可能是与节点 i 相连的所有节点中的一个，且转移

概率为连接 i 和 j 的边权重所占所有与 i 相连的边的权重之和的比例. 因此，Pij =Wij/
∑

kWik.
对此情形，平稳分布有一个非常简单的形式. 设

Wi =
∑
j

Wij

为连接节点 i 的所有的边的权重总和，再设

W =
∑

i,j:j≥i

Wij

为图中所有的边权重总和，则
∑

iWi = 2W .
现在我们猜测平稳分布为

µi =
Wi

2W
.

不难验证上述分布的确为平稳分布. 详细地说，我们有∑
i

µiPij =
∑
i

Wi

2W

Wij

Wi
=
∑
i

1

2W
Wij =

Wj

2W
= µj .

因此，状态 i 的平稳概率为连接节点 i 的各边权重总和占所有的边权重总和的比例. 此平稳分布仅依赖于
总权重以及与该节点相连的所有的边权重之和.
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通过计算，熵率为

H(X ) = H(X2|X1)

= −
∑
i

µi

∑
j

Pij logPij

= −
∑
i

Wi

2W

∑
j

Wij

Wi
log Wij

Wi

= −
∑
i

∑
j

Wij

2W
log Wij

Wi

= −
∑
i

∑
j

Wij

2W
log Wij

2W
+
∑
i

∑
j

Wij

2W
log Wi

2W

= H(· · · , Wij

2W
, · · · )−H(· · · , Wi

2W
, · · · ).

如果所有的边有相同的权重，则平稳分布可设置成在节点 i 上为 Ei/2E，其中 Ei 表示连接节点 i 的

边数，E 表示该图的边的总数. 此时，随机游动的熵率为

H(X ) = log(2E)−H(
E1

2E
,
E2

2E
, · · · , Em

2E
).

例 8.16

假定一个 “王”在 8× 8 的（国际象棋）棋盘上做随机游动. “王”这个棋子在棋盘内部时可有 8 个
移位，在边缘时有 5 个移位，在角落时有 3 个移位。据此及前面所述结论可知，平稳概率分别是
8

420 , 5
420 和

3
420 . 从而，熵率为 0.92 log 8. 因子 0.92 是由于边缘效应产生的；如果这个棋子在无限

的棋盘上游动，则可得其熵率为 log 8.
类似地，可以求得 “车”（它的熵率为 log 14 比特，因为“车”总是有 14 个可能的移位）、“相”、
“王后”的熵率. “王后”的可能移位恰是 “车”和 “相”的可能移位的合成，那么 “王后”比起 “车”
和 “相”，拥有更多还是更少的自由度呢？

注记 8.17

易知图上的平稳随机游动是时间可逆的, 即是说任何状态序列向前和向后的概率是相等的:

Pr(X1 = x1, X2 = x2, · · · , Xn = xn)

= Pr(Xn = x1, Xn−1 = x2, · · · , X1 = xn)

出乎意料的是, 反命题亦成立, 即任何时间可逆的马尔可夫链均可以表示为某个无向加权图上的随
机游动.

8.4 马尔可夫链的函数

设 X1, X2, · · · , Xn, · · · 为平稳马尔可夫链. 再设 Yi = ϕ(Xi) 是一个随机过程, 其中 ϕ 是一个 (可测)
函数. 一个自然的问题是: 此时熵率 H(Y)为多少? 若 Y1, Y2, · · · , Yn 也构成一个马尔可夫链, 问题就会简
单许多. 但实际情况往往并非如此. 由于原马尔可夫链是平稳的, 则 Y1, Y2, · · · , Yn 也是平稳的, 从而可以
明确定义熵率. 若要计算 H(Y), 我们可能会先对每个 n 计算出 H(Yn|Yn−1, · · · , Y1) 的值, 然后求其极限.
在实际应用中, 我们希望了解 H(Yn|Yn−1, · · · , Y1) 与 H(Y) 的接近程度. 由于 H(Yn|Yn−1, · · · , Y1) 收敛
速度可能很慢, 很难知道是否已经接近极限.
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引理 8.18

H(Yn|Yn−1, · · · , Y2, X1) ≤ H(Y).

证明. 对 k = 1, 2, · · · , 有

H(Yn|Yn−1, · · · , Y2, X1) = H(Yn|Yn−1, · · · , Y2, Y1, X1)

= H(Yn|Yn−1, · · · , Y1, X1, X0, X−1, · · · , X−k)

= H(Yn|Yn−1, · · · , Y1, X1, X0, X−1, · · · , X−k, Y0, · · · , Y−k)

≤ H(Yn|Yn−1, · · · , Y1, Y0, · · · , Y−k)

= H(Yn+k+1|Yn+k, · · · , Y1)

两边取极限, 我们知

H(Yn|Yn−1, · · · , Y1, X1) ≤ lim
k
H(Yn+k+1|Yn+k, · · · , Y1)

= H(Y).

从而引理得证.

引理 8.19

H(Yn|Yn−1, · · · , Y1)−H(Yn|Yn−1, · · · , Y1, X1) → 0.

证明. 首先注意到

H(Yn|Yn−1, · · · , Y1)−H(Yn|Yn−1, · · · , Y1, X1)

=I(X1;Yn|Yn−1, · · · , Y1)

由互信息的性质, 可得 I(X1;Y1, Y2, · · · , Yn) ≤ H(X1) 且 I(X1;Y1, Y2, · · · , Yn) 随 n 递增. 因此极限
lim I(X1;Y1, Y2, · · · , Yn) 存在且满足 limn→∞ I(X1;Y1, Y2, · · · , Yn) ≤ H(X1). 由链式法则,

H(X1) ≥ lim
n→∞

I(X1;Y1, Y2, · · · , Yn)

= lim
n→∞

n∑
i=1

I(Xi;Yi|Yi−1, · · · , Y1)

=

∞∑
i=1

I(X1;Yi|Yi−1, · · · , Y1).

注意到上面的正项级数收敛, 所以其通项趋于 0, 于是

lim
n→∞

I(X1;Yn|Yn−1, · · · , Y1) = 0,

引理得证.

定理 8.20

设 X1, X2, · · · , Xn, · · · 为平稳马尔可夫链, 且 Yi = ϕ(Xi), 那么

H(Yn|Yn−1, · · · , Y1, X1) ≤ H(Y) ≤ H(Yn|Yn−1, · · · , Y1)
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且

limH(Yn|Yn−1, · · · , Y1, X1) = H(Y) = limH(Yn|Yn−1, · · · , Y1).

一般地，我们也可以考虑Xi的随机函数 Yi（即非确定性的函数）. 给定马尔可夫过程X1, X2, · · · , Xn,
由此定义新过程 Y1, Y2, · · · , Yn，其中每个 Yi 服从 p(yi|xi)，且条件独立于其他所有的 Xj , j 6= i，即

p(xn, yn) = p(x1)

n−1∏
i=1

p(xi+1|xi)
n∏

i=1

p(yi|xi)

这样的过程称为隐马尔可夫模型（HMM）, 它已广泛应用于语音识别、手写体识别等等。以上对马尔可
夫链的函数的讨论同样适用于隐马尔可夫模型。通过对隐含的马尔可夫状态加入条件, 我们可以估计出隐
马尔可夫模型熵率的下界.
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第9讲 信源编码

9.1 有关编码的几个例子

定义 9.1

关于随机变量 X 的信源编码 C 是从 X 的取值空间 X 到 D∗ 的一个映射，其中 D∗ 表示 D 元字

母表 D 上有限长度的字符串所构成的集合. 用 C(x) 表示 x 的码字并用 l(x) 表示 C(x) 的长度.

定义 9.2

设随机变量 X 的概率密度函数为 p(x)，定义信源编码 C(x) 的期望长度 L(C) 为

L(C) =
∑
x∈X

p(x)l(x).

其中 l(x) 表示对应于 x 的码字长度.

例 9.3

设随机变量 X 的分布及其码字分配如下：

P{X = 1} = 1
2 � 码字 C(1) = 0

P{X = 2} = 1
4 � 码字 C(2) = 10

P{X = 3} = 1
8 � 码字 C(3) = 110

P{X = 4} = 1
8 � 码字 C(4) = 111

易知 X 的熵 H(X) 为 1.75 比特，而期望长度 L(C) = El(X) 也是 1.75 比特.

例 9.4

设随机变量 X 的分布及其码字分配如下：

P{X = 1} = 1
3 � 码字 C(1) = 0

P{X = 2} = 1
3 � 码字 C(2) = 10

P{X = 3} = 1
3 � 码字 C(3) = 11

易知 X 的熵 H(X)为 log 3 = 1.58比特，而期望长度 L(C) = El(X)是 1.67比特，此时 El(X) >

H(X).

定义 9.5

如果编码将 X 的取值空间中的每个元素映射成 D∗ 中不同的字符串，即

x 6= x′ ⇒ C(x) 6= C(x′)

则称这个编码是非奇异的.
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定义 9.6

编码 C 的扩展 C∗ 是从 X 上的有限长字符串到 D 上的有限长字符串的映射，定义为

C(x1x2 · · ·xn) = C(x1)C(x2) · · ·C(xn).

例 9.7

如果 C(x1) = 00 且 C(x2) = 11，则 C(x1x2) = 0011.

9.2 唯一可译码

定义 9.8

如果一个编码的扩展编码是非奇异的，则称该编码是唯一可译的.

定理 9.9

若非奇异码 C 中的所有码字 wi 都具有相同的长度，则 C 是唯一可译码。

证明. 设 l 为公共码字长度。若某个序列 t ∈ C∗ 可以分解为两种码字拼接形式：

u1u2 . . . um = v1v2 . . . vn

其中每个 ui, vj ∈ C，则序列 t 的总长度满足：

l ·m = |t| = l · n

由此可得 m = n。

由于 u1 和 v1 均由序列 t 的前 l 个符号（字符）组成，因此必定有 u1 = v1。同理，对所有的

i = 1, 2, . . . ,m，均有 ui = vi。

若码 C 中的所有码字都具有相同的长度, 我们称其为区块码.

例 9.10

由下式给出的二进制编码 C：

s1 7→ w1 = 0, s2 7→ w2 = 01, s3 7→ w3 = 011

具有变长特征，但仍然是唯一可译码。在序列 t 中，每个符号 0 都标志着一个码字 wi 的开始，而

下标 i 等于 1 加上其后跟随的 1 的个数。例如，

t = 001011010011 = 0.01.011.01.0.011 ⇒ s = s1s2s3s2s1s3.

实际上，这里我们把符号 0 ∈ T 当作标点符号来使用.

下面我们介绍由 Sardinas 和 Patterson 于 1957 年设计出的一种判断唯一可译码的测试方法.
我们设编码的字母表为 T . 我们用 T+ 表示所有非空字符构成的集合:

T+ =
⋃
n>0

Tn.
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我们利用归纳法定义一个由非空单词集合 C0, C1, . . .构成的序列，使得对所有 n，都有 Cn ⊆ T+。具

体地，我们定义 C0 = C，并且对于每个 n ≥ 1，定义

Cn =
{
w ∈ T+ | uw = v, 其中u ∈ C, v ∈ Cn−1,或者u ∈ Cn−1, v ∈ C

}
. (9.1)

然后定义

C∞ =

∞⋃
n=1

Cn.

这个定义乍看起来可能有些令人望而生畏，但如果我们一步一步来看，就会变得更加清楚：我们从

C0 = C 开始，然后利用前一项 Cn−1 构造每一个 Cn（n ≥ 1），最后取

C∞ = C1 ∪ C2 ∪ · · · .

注意，当 n = 1 时，Cn 的定义可以进一步简化: 由于 Cn−1 = C0 = C, 所以在 (9.1) 中的两个条件
实际上是相同的, 即

C1 =
{
w ∈ T+ | uw = v, 其中u, v ∈ C

}
.

我们还注意到, 如果 Cn−1 = ∅，那么 Cn = ∅。因此不断迭代可以得到

Cn+1 = Cn+2 = · · · = ∅.

例 9.11

设 C = {0, 01, 011}. 则根据 (9.1) 可得 C1 = {1, 11}：我们有 1 ∈ C1，因为 01.1 = 011 (其中
01, 011 ∈ C = C0); 且 11 ∈ C1，因为 0.11 = 011 (其中 0, 011 ∈ C = C0). 在下一步中，当 n = 2

时，经检验可知不存在 w ∈ T+ 满足 uw = v, 其中 u ∈ C, v ∈ C1 (或反过来). 因此 C2 = ∅，从而
对所有 n ≥ 2 都有 Cn = ∅，于是 C∞ = C1 = {1, 11}.

命题 9.12

如果 C 的码字长度为 l1, . . . , lq, 且对于某个 n, 有 w ∈ Cn，那么 |w| ≤ l = max(l1, . . . , lq). 从而
每个 Cn 都是有限集, 且集合序列 C0, C1, . . . 是最终周期的.

证明. 对 n 使用数学归纳法. 若 n = 0, 则 Cn = C. 因此 |w| ≤ l. 若 n > 0, 则 uw = v（其中

v ∈ Cn−1 或 C）, 因此根据归纳法或 l 的定义可知 |w| ≤ |v| ≤ l. 长度满足 |w| ≤ l 的非空 r 进制词只有

N = r+ r2+ · · ·+ rl = r(rl−1)/(r−1)个, 所以对每个 n，都有 |Cn| ≤ N . 此类字 w 的子集最多只有 2N

个不同的非空集合, 因此在集合序列 C0, . . . , C2N 中必然存在重复, 即存在 i < j ≤ 2N 使得 Cj = Ci. 根
据等式 (1.3), 每一个 Cn 仅取决于 C 和 Cn−1. 因此对所有 k ≥ 0，都有 Cj+k = Ci+k; 从而每个 Cn 都等

于 C0 或 C1 或 . . . 或 Cj−1. 于是 C∞ = C0 ∪C1 ∪ · · · ∪Cj−1. 因此, 一旦我们在连续集合序列 C0, C1, . . .

中找到重复项, 就构造出了 C∞ 的所有元素.

定理 9.13: Sardinas-Patterson 定理

编码 C 是唯一可译码, 当且仅当集合 C 和 C∞ 的交为空集.

例 9.14

如果 C = {0, 01, 011}（如例 1.8 和例 1.9 所示），那么 C∞ = {1, 11}，它与 C 互不相交。正如我

们之前已经看到的，由定理 9.13 可知 C 是唯一可译码.
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例 9.15

设 C 为三进制编码 {01, 1, 2, 210}. 我们求得 C1 = {10}，C2 = {0}，以及 C3 = {1}，因此
1 ∈ C ∩ C∞，从而 C 不是唯一可译码（没有必要再计算 n > 3 时的 Cn）。为了找到一个非唯一

译码的例子，注意到 10 ∈ C1 是因为 2 ∈ C 且 2.10 = 210 ∈ C；接着 0 ∈ C2 是因为 1 ∈ C 且

1.0 = 10 ∈ C1；然后 1 ∈ C3 是因为 0 ∈ C2 且 0.1 = 01 ∈ C。将这些等式结合起来，我们得到：

210.1 = 2.10.1 = 2.1.0.1 = 2.1.01

因此，码序列 t = 2101 既可以被解码为 210.1，也可以被解码为 2.1.01.

由于 Sardinas-Patterson 定理的证明相当长. 在此处，我们将给出两个典型的推导过程来说明其中涉
及的思想。

(⇒)假设 C∩C∞ 6= ∅，不妨设 w ∈ C∩C2；因此 uw = v，其中 u ∈ C 且 v ∈ C1 (反之亦然，为了简单起见，我
们假设第一种情况成立，第二种情况类似). 那么 u′v = v′，其中 u′, v′ ∈ C，因此序列 t = u′uw ∈ T ∗ 可以

表示三个信源符号构成的序列（因为 u′, u, w ∈ C），或者表示一个信源符号（因为 u′uw = u′v = v′ ∈ C）。
因此解码不是唯一的.
(⇐) 假设我们存在形式为 t = u1u2 = v1v2 的非唯一解码实例，其中 u1, u2, v1, v2 ∈ C。我们不可能有
|u1| = |v1|，因为这会导致 u1 = v1，进而得到 u2 = v2. 因此，如有必要可以通过重新编号，假设 |u1| > |v1|，
即 u1 = v1w，其中 |w| > 0. 于是 w ∈ C1，又因为 wu2 = v2，所以 u2 ∈ C2。因此 u2 ∈ C ∩ C∞，这就说
明 C 与 C∞ 不相交.

我们已经将唯一可译性定义为所有有限码序列 t 都可以被唯一解码, 但我们也可以考虑更强的要求，
即对于所有码序列（无论有限还是无限）这一结论都成立. Even, Levenshtein 和 Riley 证明的一个定理
表明，当且仅当 C ∩ C∞ = ∅ 同时对于某个 n ≥ 1 有 Cn = ∅ 时，该情况才会发生. 这些也是 C 成为有界
延迟唯一可译码（uniquely decodable with bounded delay）的充要条件，这意味着存在一个常数 d，使

得如果两个码序列的前 d 个符号相同，则它们具有相同的第一个码字；因此解码可以在延迟最多 d 个符

号后开始.

9.3 即时码

在给出即时码的定义之前，我们先来看几个例子.

例 9.16

考虑由下式给出的二进制编码 C：

s1 7→ 0, s2 7→ 01, s3 7→ 11.

我们有 C1 = C2 = · · · = {1}，因此 C∞ = {1}；由此可得 C ∩ C∞ = ∅，根据定理编码 C 是唯一

可译码。现在假设我们接收到一个以 t = 0111 . . . 开头的有限消息。尽管我们知道该消息可以被

唯一译码，但在读到这串连续 1 的末尾之前，我们无法开始译码：如果这块连续 1 的个数为偶数，

则 t 的分解必然为 0.11.11.11 . . .，译码后的消息必然以 s = s1s3s3s3 . . . 开头；然而，如果 1 的个

数为奇数，则分解必然为 01.11.11.11 . . .，因此 s = s2s3s3s3 . . .。在实际应用中，这种译码延迟可

能会带来困难。我们称编码 C 是非即时的.

现在给出即时码的正式定义.
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定义 9.17

如果对于码字序列 wi1 , wi2 , . . . , win，无论 t 后续的符号是什么，任何以该序列开头的码序列 t =
wi1wi2 . . . win . . . 都能被唯一解码为 s = si1si2 . . . sin . . .，则称码 C 是即时码.

例 9.18

考虑由以下映射给出的二进制码 D：

s1 7→ 0, s2 7→ 10, s3 7→ 11,

它是例 9.16 中码 C 的反向码（reverse code）. 我们可以看出它是唯一可译的，这既可以通过
Sardinas-Patterson 定理得出，也可以因为 C 是唯一可译的而得出. 它同时也是即时码, 这意味着
我们可以一边接收消息 t 一边进行解码：数字 0 表示码字 w1（我们将其解码为 s1）；数字 1 则表

示 w2 = 10 或 w3 = 11 的开头，一旦知道下一个符号，就可以立即解码为 s2 或 s3。因此，消息 t
中的任何码字一旦到达就可以被立即解码，没有任何延迟.

例 9.19

考虑二元码 C = {0, 01, 011, 111}. 我们有 C1 = {1, 11} 且 C2 = {1, 11}，因此对于所有 n ≥ 1 有

Cn = {1, 11}；从而 C∞ = {1, 11}，它与 C 不相交，故根据 Sardinas-Patterson 定理, C 是唯一可译
的。等待直到数字 1 的序列结束；如果共有 k 个 1，且满足 k ≡ 0, 1 或2 (mod 3)，则对应地（唯

一地）解码为 0.(111)k/3、01.(111)(k−1)/3 或 011.(111)(k−2)/3.

定义 9.20

若码中无任何码字是其它码字的前缀，则称该编码为前缀码.

定理 9.21

编码 C 是即时码，当且仅当它是前缀码。

证明. (⇒) 如果 C 不是前缀码，设 wi 是 wj 的前缀，那么以 t = wi . . . 开头的代码序列在译码时既可

以译为 s = si . . .，也可以译为 s = sj . . .，因此 C 不是即时码。

(⇐) 如果 C 是前缀码，且 t 以 wi . . . 开头，那么 s 必须以 si 开头，因为没有其他码字 wj (j 6= i) 是 wi

的前缀或以 wi 为前缀。我们可以像这样继续下去，在接收到 t 中的后续码字时依次进行译码，因
此 C 是即时码.

9.4 Sardinas-Patterson 定理的证明 *

回想一下，如果只要对于所有的 ui, vj ∈ C，当 u1 . . . ul = v1 . . . vm 时，都有 l = m 且对每个 i 都有

ui = vi，则称码 C ⊆ T ∗ 是唯一可译的. 给定一个码 C，对每个 n ≥ 1，我们定义 C0 = C，

Cn = {w ∈ T+ | uw = v 其中u ∈ C, v ∈ Cn−1 或u ∈ Cn−1, v ∈ C}

且 C∞ =
⋃∞

n=1 Cn. 定理表明，当且仅当 C ∩ C∞ = ∅ 时，C 是唯一可译的.
首先我们需要一些记号。如果 u, v ∈ T ∗ 且 u 是 v 的前缀，即对于某个 w ∈ T ∗ 有 v = uw，我们记

作 u ≤ v；我们也可以记作 w = u−1v，意味着 w 是通过从 v 中删除前缀 u 得到的。（注意单独的 u−1 是

没有定义的。）此外，如果 u 6= v，我们就记作 u < v。现在我们可以开始证明了。
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(⇐) 如果 C 不是唯一可译的，我们可以选择一个最小长度的歧义码序列，假设为

u1 . . . ul = v1 . . . vm, (9.2)

其中 ui, vj ∈ C，且若 l = m，则对某个 i 有 ui 6= vi。我们将从左到右处理由 (9.2) 表示的词，利用重叠
的码字 ui 和 vj 来定义一个序列，该序列由 n = 1, 2, . . . 时的词 xn ∈ Cn 组成，直到最终某个 xn 与 ul

或 vm 重合, 即为我们提供所需的 C ∩ C∞ 中的元素。

由最小性可知，u1 6= v1（否则 u2 . . . ul = v2 . . . vm 将是一个更短的歧义码序列），因此 (9.2) 意味着
要么 u1 < v1，要么 v1 < u1；如有必要重命名，我们可以假设 v1 < u1。那么非空词 x1 = v−1

1 u1 属于 C1，

因为 v1x1 = u1 且 u1, v1 ∈ C = C0。如果 v1v2 < u1，由于 v2 ∈ C 且 v2(v1v2)
−1u1 = v−1

1 u1 = x1 ∈ C1，

所以词 x2 = (v1v2)
−1u1 属于 C2。我们像这样继续，直到达到使 v1 . . . vi1 < u1 成立的最大整数 i1；注

意，对于 1 ≤ n ≤ i1，xn = (v1 . . . vn)
−1u1 在 Cn 中。如下图所示，其中水平线段表示词。

在下一个阶段，我们必定有 u1 ≤ v1 . . . vi1+1。如果 u1 = v1 . . . vi1+1（根据极小性，此时 l = 1

且 m = i1 + 1），则 vi1+1 = xi1 ∈ C ∩ Ci1 ⊆ C ∩ C∞，因此 C ∩ C∞ 6= ∅。因此我们可以假设
u1 < v1 . . . vi1+1。那么词 xi1+1 = u−1

1 v1 . . . vi1+1 在 Ci1+1 中，因为 xi1xi1+1 = vi1+1 ∈ C 且 xi1 ∈ Ci1。如

果 u1u2 < v1 . . . vi1+1，那么词 xi1+2 = (u1u2)
−1(v1 . . . vi1+1)在 Ci1+2中，因为 u2xi1+2 = xi1+1 ∈ Ci1+1且

u2 ∈ C。我们再次像这样继续，直到达到使 u1 . . . uj1 < v1 . . . vi1+1 成立的最大整数 j1，从而得到 xi1+j1 =

(u1 . . . uj1)
−1(v1 . . . vi1+1) ∈ Ci1+j1。现在 v1 . . . vi1+1 ≤ u1 . . . uj1+1，如果此处等号成立，则（如前所述）我

们已经到达了最小歧义码序列 (9.2)的结尾，且 uj1+1 = xi1+j1 ∈ C∩C∞。假设 v1 . . . vi1+1 < u1 . . . uj1+1，

我们有 xi1+j1+1 = (v1 . . . vi1+1)
−1(u1 . . . uj1+1) 属于 Ci1+j1+1，因为 xi1+j1xi1+j1+1 = uj1+1 ∈ C 且

xi1+j1 ∈ Ci1+j1。我们像这样继续，直到达到使 v1 . . . vi2 < u1 . . . uj1+1 成立的最大整数 i2。这给出

xi2+j1 = (v1 . . . vi2)
−1(u1 . . . uj1+1) ∈ Ci2+j1。在下一个阶段，u1 . . . uj1+1 ≤ v1 . . . vi2+1，我们像达到

u1 ≤ v1 . . . vi1+1 时那样继续。最终，我们必定会达到码序列 (9.2)的结尾。现在 |ul| 6= |vm|，否则 ul = vm，

从而 u1 . . . ul−1 = v1 . . . vm−1，这与极小性矛盾。如果 |ul| > |vm|（如上图所示），那么我们以某个 p 满

足 m− 1 = ip 结束，且 vm = xip+jp−1
∈ C ∩ C∞。另一方面，如果 |ul| < |vm|，那么我们以某个 p 满足

l − 1 = jp 结束，且 ul = xip+jp ∈ C ∩ C∞.
(⇒) 假设 C ∩ C∞ 6= ∅，因此对于某个 n ≥ 1，有 C ∩ Cn 6= ∅；设 vn 表示 C ∩ Cn 中的一个元素。按顺

序应用集合 Cn, . . . , C2 的定义，我们可以看到对于 2 ≤ k ≤ n，以下命题成立：

(Sk) 对于某些 uk−1 ∈ C, vk−1 ∈ Ck−1，要么 uk−1vk = vk−1，要么 vk−1vk = uk−1。

类似地，根据 C1 的定义可知：

(S1) 对于某些 u, u′ ∈ C，有 uv1 = u′。

在这里每个 vk 6= ε，因此特别地 u 6= u′，这是我们稍后需要用到的事实。这些命题 (Sk) 将使我们能够

构造出一个可以用两种不同方式分解为码字的词。为此，我们需要证明对于每个 k = 1, . . . , n − 1，元素

vk ∈ Ck 也满足以下命题：

(Tk) 对于某些 yk, zk ∈ C∗，有 vkyk = zk。
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首先，(Tn−1) 是成立的，因为由 (Sn) 可得：

vn−1yn−1 = zn−1

其中要么 yn−1 = ε 且 zn−1 = un−1vn，要么 yn−1 = vn 且 zn−1 = un−1；在任何一种情况下，因为

un−1, vn ∈ C，所以都有 yn−1, zn−1 ∈ C∗。现在我们将证明对于 2 ≤ k ≤ n− 1，(Tk) 蕴含 (Tk−1)。假设

(Tk) 成立。命题 (Sk) 给出：

uk−1vk = vk−1 或 vk−1vk = uk−1,

因此，或者

vk−1yk = uk−1vkyk = uk−1zk 或 vk−1zk = uk−1vkyk = uk−1yk.

这两个断言的形式均为

vk−1yk−1 = zk−1,

其中分别为

yk−1 = yk, zk−1 = uk−1zk 或 yk−1 = zk, zk−1 = uk−1yk

在这两种情况下，yk−1 和 zk−1 都是 C∗ 中的元素（因为 yk 和 zk 是，且 uk−1 ∈ C），因此 (Tk−1) 得证。

由此可知，每一个 (Tk) 都是成立的，因此取 k = 1 得到

v1y1 = z1 对于某些 y1, z1 ∈ C∗.

然后 (S1) 蕴含

u′y1 = uv1y1 = uz1,

其中 y1, z1 ∈ C∗ 且 u, u′ 是不同的码字。因此，方程 u′y1 = uz1 给出了将同一码序列分解为码字的两种

不同方式，从而 C 不是唯一可译的。
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第10讲 Kraft 不等式与最优码
10.1 构造即时码

为了理解即时码的构造，将 T 中的字构成的集合 T ∗ 视为一个图是很有帮助的. 图是一个由点（称
为顶点）构成的集合，其中某些顶点对由边相连。在这种情况下，顶点就是字 w ∈ T ∗，并且每个字 w 都

与由在 w 末尾添加单个符号 ti ∈ T 所形成的 r 个字 wt1, . . . , wtr 通过边相连。我们可以将这个图可视

化为向上生长的树，其中空字 ε 在底部，长度为 l 的字位于 ε 上方第 l 层；在图论中，这样的图被称为 r

元有根树。（树是没有圈的连这里根是 ε。）下图展示了当 T = Z2 时，直到第 l = 3 层的二叉树 T ∗,

ε

0 1

00 01 10 11

000 001 010 011 100 101 110 111

码 C 可以被看作是树 T ∗ 的顶点的有限集合。当且仅当顶点 wi 被顶点 wj 支配（也就是说，在 T ∗

中存在一条从 wi 到 wj 的向上路径）时，字 wi 才是 wj 的前缀。我们知 C 是即时码当且仅当 C 中没有

任何顶点 wi 被 C 中的另一个顶点 wj (i 6= j) 所支配. 我们可以利用这个准则来构造即时码，即在 T ∗ 中

逐个选择顶点，使得没有任何顶点支配（或被支配于）任何先前选择的顶点.

例 10.1

让我们为含有五个符号 s1, . . . , s5 的信源 S 寻找一个二元即时码 C. 首先，让我们尝试 s1 7→ w1 =

0，因此 0 是 C 中的一个顶点. 如果 C 要成为一个前缀码，那么 C 中的其他任何顶点都不能支

配 0，因此它们必须全都支配 1（即其他码字必须以 1 开头）。如果我们尝试 s2 7→ w2 = 1，那

么无法添加更多的码字，因为它们会支配 w1 或 w2。相反，让我们尝试 s2 7→ w2 = 10。接着

s3 7→ w3 = 11 是不可行的，因为它不允许有进一步的码字，所以让我们尝试 s3 7→ w3 = 110. 继
续下去，我们发现有以下可能性：s4 7→ w4 = 1110, s5 7→ w5 = 1111。这就给出了一个二元即时码

C = {0, 10, 110, 1110, 1111}，其字长分别为 li = 1, 2, 3, 4, 4，如下图所示.（这并不是唯一的可能方
案. 例如，二元码 {00, 01, 10, 110, 111} 同样是即时的.）
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10.2 Kraft 不等式

定理 10.2: Kraft 不等式

对于 D 元字母表上的即时码（前缀码），码字长度 l1, l2, · · · , lm 必定满足不等式∑
i

D−li ≤ 1

反之，若给定满足以上不等式的一组码字长度，则存在一个相应的即时码，其码字长度就是给定

的长度.

证明. 考虑每一节点均含 D 个子节点的 D 叉树. 假定树枝代表码字的字符. 例如，源于根节点的 D 条树

枝代表着码字第一个字符的 D 个可能值. 另外，每个码字均由树的一片叶子表示. 因此，始于根节点的
路径可描绘出码字中的所有字符. 码字的前缀条件表明树中无一码字是其他任一码字的祖先. 因而，在这
样的编码树中，每一码字都去除了其可能成为码字的所有后代.

令 lmax 为码字集中最长码字长度. 考虑在树中 lmax 层的所有节点，可知其中有些是码字，有些是

码字的后代，而另外的节点不是码字，也不是码字的后代. 在树中 li 层的码字拥有 lmax 层中的 Dlmax−li

个后代. 所有这些后代互不相交. 而且，这些集合中的总结点数必定不超过 Dlmax . 因此，对所有码字求
和，可得 ∑

Dlmax−li ≤ Dlmax .

于是 ∑
D−li ≤ 1,

这就是 Kraft 不等式.
反之，若给定任意一组满足 Kraft不等式的码字长度 l1, l2, · · · , lm，总可以构造出如下的一个编码树：

将第一个深度为 l1 的节点（依字典序）标为码字 1，同时去除其所有后代. 然后在剩余的节点中找出第一
个深度为 l2 的节点，将其标为码字 2，同时去除树中所有属于它的所有后代，等等. 按此方法继续下去，
则可构造出一个码字长度为 l1, l2, · · · , lm 的前缀码.

定理 10.3: 推广的 Kraft 不等式

对任意构成前缀码的可数无限码字集，码字长度也满足推广的 Kraft 不等式：
∞∑
i=1

D−li ≤ 1.

反之，若给定任意满足推广的 Kraft 不等式的 l1, l2, · · ·，则可构造出具有相应码长的前缀码.

证明. 我们不妨设 D 元字母表为 {0, 1, · · · , D− 1}，第 i 个码字为 y1y2 · · · yli . 记 0.y1y2 · · · yli 是以 D 进

制表示的实值小数，即

0.y1y2 · · · yli =
li∑

j=1

yjD
−j .

由此，这个码字对应一个区间

[0.y1y2 · · · yli , 0.y1y2 · · · yli +
1

Dli
),
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这是一个实数集合，集合中的所有数的 D 进制展开都以 0.y1y2 · · · yli 开始. 由前缀条件我们知所有这些
区间互不相交. 因此，它们的区间长度总和小于或等于 1. 因此我们证明了

∞∑
i=1

D−li ≤ 1.

反之，和有限情形类似。首先将长度下表重新排列，使得 l1 ≤ l2 ≤ · · · . 然后从单位区间的左端开始，依
次进行分配，即可获得满足条件的码字集. 例如，如果想构造一个二元编码使得 li = i, i = 1, 2, · · ·，那
么将区间 [0, 12 ), [

1
2 ,

3
4 ), · · · 分配给字符，使其对应码字为 0, 10, · · · .

10.3 最优码

前面我们已经证明了满足前缀条件的任何一个码字集合满足 Kraft 不等式，并且当一组码字长度集
合满足 Kraft 不等式时，存在这样的码字集，它们的长度集合正好就是给定的长度集合. 下面我们来考虑
求解前缀码的最小期望长度问题.

由前面的讨论我们知该问题等价于寻找一个前缀码，它的码字长度集合满足 Kraft 不等式，其码字
期望长度 l =

∑
pili 达到最小. 这就化为了一个最优化的问题：在所有整数 l1, l2, · · · , lm 上，最小化

L =
∑

pili

其约束条件为 ∑
D−li ≤ 1.

先利用微积分的知识做一个简单的分析，以此说明达到最小值时 l∗ 应具有的形式. 取消 li 必须是整

数的限制，并假定约束条件中的等号成立. 于是，利用拉格朗日乘子法，将带约束的最小化问题转化为求

J =
∑

pili + λ(
∑

D−li)

的最小化问题. 关于 li 求微分，可得

∂J

∂li
= pi − λD−li lnD.

令偏导数为 0，得

D−li =
pi

λ lnD.

将此代入约束条件中以求得合适的 λ，可得 λ = 1/ lnD，因而 pi = D−li . 即最优码长为

l∗i = − logD pi.

若可以取码字长度为非整数，则此时的期望码字长度为

L∗ =
∑

pil
∗
i = −

∑
pi logD pi = HD(X).

定理 10.4

随机变量 X 的任一 D 元即时码的期望长度必定大于等于熵 HD(X)，即

L ≥ HD(X)

当且仅当 D−li = pi，等号成立.
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证明. 我们将期望长度与熵的差写成如下形式

L−HD(X) =
∑

pili −
∑

pi logD
1

pi

= −
∑

pi logDD−li +
∑

pi logD pi

设 ri = D−li/
∑

j D
−lj , c =

∑
D−li，由相对熵的非负性以及 c ≤ 1(利用 Kraft 不等式)，可得

L−HD(X) =
∑

pi logD
pi
ri

− logD c

= D(p‖r) + logD
1

c
≥ 0.

因此，L ≥ H，当且仅当 pi = D−li(即对所有的 i，− logD pi 为整数)，等号成立.

定义 10.5

对于某个 n，如果概率分布的每一个概率值均等于 D−n. 则称这个概率分布是D 进制的.

因此，当且仅当 X 的分布是 D 进制的，上述定理等号成立.

10.4 最优码长的界

定理 10.6

设 l∗1, l
∗
2, · · · , l∗m 是关于信源分布 p 和一个 D 元字母表的一组最优码长，L∗ 为最优码的相应期望

长度（L∗ =
∑
pil

∗
i），则

HD(X) ≤ L∗ < HD(X) + 1.

证明. 设 li = dlogD 1
pi
e，则 li 满足 Kraft 不等式且

HD(X) ≤ L =
∑

pili < HD(X) + 1.

但由于 L8 时最优码的期望长度，它不大于 L =
∑
pili. 再由定理10.4可知 L∗ ≥ HD，从而得证.

定义 Ln 为每输入字符期望码字长度，也就是说，如果设 l(x1, x2, · · · , xn) 是与 (x1, x2, · · · , xn) 相
应的二进制码字长度 (为简便起见，在本小节余下的部分，假定 D = 2)，则

Ln =
1

n
p(x1, x2, · · · , xn)l(x1, x2, · · · , xn) =

1

n
El(X1, X2, · · · , Xn).

将前面推导的界应用于此时的编码，有

H(X1, X2, · · · , Xn) ≤ El(X1, X2, · · · , Xn) < H(X1, X2, · · · , Xn) + 1.

若 X1, X2, · · · , Xn 是独立同分布的，因此 H(X1, X2, · · · , Xn) =
∑
H(Xi) = nH(X). 上式两边同除以

n，得

H(X) ≤ Ln < H(X) +
1

n
.

因此，通过足够大的分组长度，可以获得一个编码，可以使其每字符期望码长任意地接近熵.
若此随机过程不是独立同分布的，我们亦然可以类似讨论，我们有估计

H(X1, X2, · · · , Xn) ≤ El(X1, X2, · · · , Xn) < H(X1, X2, · · · , Xn) + 1.
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上式两边同时除以 n，且定义 Ln 为每字符期望描述长度，可得

H(X1, X2, · · · , Xn)

n
≤ Ln <

H(X1, X2, · · · , Xn)

n
+

1

n
.

如果随机过程是平稳的，则 H(X1, X2, · · · , Xn)/n→ H(X ). 于是我们有如下定理.

定理 10.7

每字符最小期望码字长满足

H(X1, X2, · · · , Xn)

n
≤ L∗

n <
H(X1, X2, · · · , Xn)

n
+

1

n
.

进一步，若 X1, X2, · · · , Xn 是平稳随机过程，则

L∗
n → H(X ).

其中 H(X ) 为随机过程的熵率.

最后我们讨论当面对的对象非真实分布时，期望描述长度会变得怎么样？下面考虑概率密度函数 q(x)

的香农编码，相应的码长为 l(x) = dlog 1
q(x)e. 假定真实分布的概率密度函数是 p(x).

定理 10.8: 偏码

码字长度分配 l(x) = dlog 1
q(x)e 关于 p(x) 的期望码长满足

H(p) +D(p‖q) ≤ Epl(X) < H(p) +D(p‖q) + 1.

证明. 期望码长为

El(x) =
∑
x

p(x)dlog 1

q(x)
e

<
∑
x

p(x)(log 1

q(x)
+ 1)

=
∑
x

p(x) log p(x)
q(x)

1

p(x)
+ 1

=
∑
x

p(x) log p(x)
q(x)

+
∑
x

p(x) log 1

p(x)
+ 1

D(p‖q) +H(p) + 1.

类似地，可以得到期望码长的下界.

10.5 惟一可译码的 Kraft 不等式

定理 10.9: McMillan

任意惟一可译的 D 元码的码字长度必然满足 Kraft 不等式∑
D−li ≤ 1.

反之，若给定满足上述不等式的一组码字长度，则可以构造出具有同样码字长度的惟一可译码.
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证明. 考虑编码 C 的 k 次扩展 Ck （即原先惟一可译码 C 的 k 次串联所形成的码）. 由惟一可译的定
义，该码的 k 次扩展是非奇异的. 由于所有长度为 n 的不同 D 元串的数目仅为 Dn，故由惟一可译性可

知，在码的 k 次扩展中，长度为 n 的码序列数目必定不超过 Dn. 由此讨论我们来证明 Kraft 不等式.
设字符 x ∈ X 所对应的码字长度记为 l(x). 对于扩展码，码序列的长度为

l(x1, x2, · · · , xk) =
k∑

i=1

l(xi).

我们的目标是要证明 ∑
x∈X

D−l(x) ≤ 1.

我们考虑上式左边的 k 次方，从而有

(
∑
x∈X

D−l(x))k =
∑
x1∈X

∑
x2∈X

· · ·
∑
xk∈X

D−l(x1)D−l(x2) · · ·D−l(xk)

=
∑

x1,x2,··· ,xk∈Xk

D−l(x1)D−l(x2) · · ·D−l(xk)

=
∑

xk∈Xk

D(xk).

我们将上式右边按字符长度重新求和，有∑
xk∈Xk

D(xk) =

klmax∑
m=1

a(m)D−m,

其中 lmax 是最大词长，a(m) 为编码后码长为 m 的 xk 的个数.
由码的惟一可译性，我们有 a(m) ≤ Dm，从而我们有

(
∑
x∈X

D−l(x))k =

klmax∑
m=1

a(m)D−m

≤
klmax∑
m=1

DmD−m

= klmax,

从而 ∑
j

D−lj ≤ (klmax)
1/k.

由于上式对任意 k 成立，当 k → ∞ 时上式也成立. 由于 (klmax)
1/k → 1，我们有∑

x∈X
D−l(x) ≤ 1.

从而我们有 Kraft 不等式.

推论 10.10

可数无限字母表 X 上的一个唯一可译码也满足 Kraft 不等式.

证明. 由于唯一可译码的任一子集也是唯一可译码，因此无限码字集的有限子集亦满足 Kraft 不等式，故
∞∑
i=1

D−li = lim
N→∞

N∑
i=1

D−li ≤ 1.

反过来，给定满足 Kraft 的一组码字长度我们可以构造出相应的即时码，由于即时码是唯一可译的，所以
我们就得到了所需要的唯一可译码. 因而，McMillan 定理对于无限字母表情形同样成立.
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第11讲 赫夫曼码与最优码

1952 年赫夫曼提出一种构造最佳码的方法称为赫夫曼码.
下面首先给出二元赫夫曼码的编码方法，它的编码步骤如下：

1. 将 q 个信源符号按概率分布 P (si) 的大小，以递减次序排列起来，设

p1 ≥ p2 ≥ p3 ≥ · · · ≥ pq.

2. 将 0 和 1 分别分配给概率最小的两个信源符号，并将这两个概率最小的信源符号合并成一个新符

号，并用这两个最小概率之和作为新符号的概率，从而得到只包含 q − 1 个符号的新信源，称为信

源 S 的缩减信源 S1.

3. 把缩减信源 S1 的符号仍按概率大小以递减依次序排列，再将其最后两个概率最小的符号合并成一

个新符号，并分别用 0 和 1 码符号表示，这样得到了 q − 2 个符号的缩减信源 S2.

4. 依次继续下去，直至缩减信源最后只剩两个符号为止. 将这最后两个符号分别用 0 和 1 码符号表示.
最后这两个符号的概率之和必为 1. 然后从最后一级缩减信源开始，依编码路径由后向前返回，就
得到各信源符号所对应的码符号序列，即得对应的码字.

11.1 r 元赫夫曼码

上面我们讨论了二元赫夫曼码，它的编码方式同样可以推广到 r 元编码中来. 不同的只是把 r 个符

号（概率最小的）合并成一个新信源信号，并分别用 0, 1, · · · , (r − 1) 等码元表示. 为了使短码得到充分
利用，使平均码长最短，必须使最后一步的缩减信源有 r 个信源符号. 因此对于 r 元编码，信源 S 的符

号个数 q 必须满足

q = (r − 1)θ + r.

式中，θ 表示缩减的次数，(r− 1) 为每次缩减所减少的信源符号个数. 对于二元码，信源符号个数 q 必须

满足

q = θ + 2.

可见对于二元码，q 等于任意正整数时，总能找到一个 θ 满足上式. 而对于 r 元码，则不一定. 此时我们
不妨虚设 t 个信源符号 sq+1, sq+2, · · · , sq+t 并使它们对应的概率为零，即 pq+1 = pq+2 = · · · = pq+t = 0.
此时，q + t = (r − 1)θ + r.

11.2 赫夫曼码的相关讨论

赫夫曼码的优点有：

• 赫夫曼码的编码方法保证了概率大的符号对应于短码，概率小的符号对应于长码，充分利用了短码；

• 缩减信源的最后两个码字总是最后一位不同，从而保证了赫夫曼码是即时码.

赫夫曼码的缺点有：

• 每个信源符号所对应的码长不同. 一般情况下，信源符号以恒定速度输出，信道也是恒速传输的. 通
过编码后，会造成编码输出每秒的比特数不是常量，因而不能直接由信道来传送.

• 信源符号与码字之间不能用某种有规律的数学方法对应起来.
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从赫夫曼码的编码过程可以看出，赫夫曼码的编码方式得到的码一定是即时码，因为这种编码方法

不会使任一码字的前缀为码字.
注意到赫夫曼码编码方法得到的码并非使唯一的. 首先因为，每次对缩减信源最后两个概率最小的符

号，用 0 和 1 码是任意的，所以可以得到不同的码. 但它们只是码字的具体形式不同，而其码长 li 不变，

平均码长 L̄ 也不变，所以没有本质差别. 其次，若当缩减信源中缩减合并的符号的概率与其他信源符号
概率相同时，从编码方法上来说，它们概率次序的排列哪个在前哪个在后是没有区别的，但得到的码使不

同的赫夫曼码. 对于这两种码，他们的码长 li 各不同，然而平均码长 L̄ 是相同的.
那么，在这些不同的码中，选哪一个码好呢？我们引进码字长度 li 偏离平均长度 L̄ 的方差 σ2，即

σ2 = E[(li − L̄)2] =

q∑
i=1

Pi(li − L̄)2.

当方差 σ2 比较小时，码序列长度变化比较小，相对来说效果会更好.

11.3 赫夫曼码的最优性

引理 11.1

对于任意一个分布，必然存在满足如下性质的一个即时最优码（即有最小期望长度）：

1. 其长度序列与按概率分布列排列的次序相反，即，若 pj > pk，则 lj ≤ lk.

2. 最长的两个码字具有相同的长度.

3. 最长的两个码字在最后一位上有所差别，且对应于两个最小可能发生的字符.

证明. 考虑一个最优码 Cm：

• 若 pj > pk，则 lj ≤ lk. 此时通过交换码字即可得此结论.

设 C ′
m 为将 Cm 中的码字 j 和 k 交换所得到的编码，则

L(C ′
m)− L(Cm) =

∑
pil

′
i −
∑
pili

= pj lk + pklj − pj lj − pklk

= (pj − pk)(lk − lj).

但 pj − pk > 0，由于 Cm 是最优的，可得 L(C ′
m) − L(Cm) ≥ 0，故必有 lk ≥ lj . 从而最优码本身

Cm 必定满足性质 1.

• 最长的两个码字具有相同的长度.

通过修建码字获得结论. 如果两个码字最长码长度不相同，那么将较长的码字最后一位删除，它仍
可保持前缀性质，但此时具有更短的期望码字长. 因此，最长的两个码字长度必定相等. 由性质 1
我们知，最长的码字对应于那些最小可能发生的符号信源字符.

• 两个最长码仅在最后一位有所差别，并且分别对应两个最小可能发生的信源字符.

并非所有的最优码都满足这个性质，但通过重排可以获得满足该性质的最优码. 如果存在长度最长
的码字，则删除码字的最后一位，所得的码字仍然满足前缀性质. 从而期望的码字长度有所减小，这
与编码的最优性矛盾. 因此，在任何一个最优编码中，最大长度码字有兄弟.

总之，我们已证明：若 p1 ≥ p2 ≥ · · · ≥ pm，则存在长度列为 l1 ≤ l2 ≤ · · · ≤ lm−1 = lm 的一个最优码，

且码字 C(xm−1) 和 C(xm) 仅最后一位有所区别.
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满足上述引理的最优码我们称之为典则码. 对于m个字符上的概率密度函数 p = (p1, p2, · · · , pm), p1 ≥
p2 ≥ · · · ≥ pm，我们定义其 m− 1 个字符上的赫夫曼合并为 p′ = (p1, p2, · · · , pm−1 + pm). 用 C∗

m−1(p′)

表示 p′ 的最优码，而用 C∗
m(P) 表示 p 的典则最优码.

定理 11.2

赫夫曼码是最优的，即如果 C∗ 为赫夫曼码而 C ′ 为其他码，则有 L(C∗) ≤ L(C ′).

证明. 我们利用归纳法，对信源的字符个数做归纳. 当信源有一个和两个字符时，显然赫夫曼码是最优
的. 下面我们假设对于 m− 1 个字符的信源，赫夫曼码是最优的. 对于 m 个字符上的概率密度函数 p =

(p1, p2, · · · , pm), p1 ≥ p2 ≥ · · · ≥ pm，我们定义其m−1个字符上的赫夫曼合并为 p′ = (p1, p2, · · · , pm−1+

pm). 用 C∗
m−1(p′) 表示 p′ 的最优码，而用 C∗

m(P) 表示 p 的典则最优码. 记 L∗(p) 和 L∗(p′) 为对应的概

率密度函数所对应的最优码平均码长.
基于 p′ 的赫夫曼码我们可以构造一个对应 m 字符信源的编码：取 C∗

m−1 中的权重为 pm−1 + pm 的

码字，对其进行扩展，在尾部加 0 形成字符 m− 1 相应码字，加 1 形成字符 m 的相应码字. 由此得到的
新码是对应的赫夫曼码，码字平均长度为

L(P) = L∗(p′) + pm−1 + pm.

另外，我们从 p 的典则码出发，将两个最小概率 pm−1 和 pm 对应的字符 m− 1 和 m 合并，可以构造关

于分布 p′ 的新码，其平均长度为

L(p′) = L∗(p)− pm−1 − pm.

于是

(L(p′)− L∗(p′)) + (L(p))− L∗(p)) = 0

而由最优码有最短的平均码字，故我们有 L(p) = L∗(p). 从而我们知上面得到的 m 元字符信源的赫夫曼

码是最优码.

11.4 Shannon-Fano-Elias 编码

不失一般性，假定取 X = {1, 2, · · · ,m}. 假设对所有的 x，有 p(x) > 0. 定义累积分布函数 F (x) 为

F (x) =
∑
a≤x

p(a).

考虑修正的累积分布函数

F̄ (x) =
∑
a<x

p(a) +
1

2
p(x).

由于所有的概率值是正的，若 a 6= b，则 F̄ (a) = F̄ (b). 若已知 F̄ (x)，则可以确定 x. 故 F̄ (x) 可以

作为 x 的编码. 但是在一般情况下，F̄ (x) 是一个无理数，其需要无限多比特才能表示. 所以使用 F̄ (x) 的

精确值作为对 x 的编码并非切实可行. 那么如果我们要使用近似值，那么需要精确到什么程度呢？
假定将 F̄ (x) 舍入取 l(x) 位（记为 bF̄ (x)cl(x)）. 于是，取 F̄ (x) 的前 l(x) 位作为 x 的码. 由舍入定

义，可得

F̄ (x)− bF̄ (x)cl(x) <
1

2l(x)
.

若 l(x) = dlog 1
p(x)e+ 1，则

1

2l(x)
<
p(x)

2
= F̄ (x)− F (x− 1).

于是 bF̄ (x)cl(x) 和 bF̄ (x− 1)cl(x) 不同. 从而，使用 l(x) 比特足以表示 x.
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这里除了要求码字和字符一一对应之外，还需要码字集是无前缀的. 为验证该编码是否为前缀码是否
为前缀码，考虑每个码字 z1z2 · · · zl，注意到它实际上代表的不是一个点，而是一个区间 [0.z1z2 · · · zl, 0.z1z2 · · · zl+
1
2l
]. 码是无前缀的当且仅当码字对应的区间互不相交.
下面我们来证明上述码字集合无前缀. 对应任意码字的区间长度为 2−l(x)，由 (11.4) 可知所有区间长

度均小于 x 对应的阶梯高度的 1/2. 区间的下端位于对应阶梯的下一半中，于是区间的上端位于对应阶梯
的顶部之下，故而在累积分布函数之中，任一码字对应的区间都真包含于相应字符所对应的阶梯中. 所以
不同码字对应的区间不相交，于是我们知此码是无前缀的. 注意，该程序没有要求字符按其概率大小顺序
排列.

我们可以计算编码的期望长度：

L =
∑
x

p(x)l(x) =
∑
x

p(x)(dlog 1

p(x)
e+ 1) < H(X) + 2.

因此，该编码方案的期望码长不会超过熵值 2 比特.

11.5 香农码的竞争最优性

定理 11.3

设 l(x) 为香农码的相应码字长度，而 l′(x) 表示其他唯一可译码的相应码字长度. 则

P (l(X) ≥ l′(X) + c) ≤ 1

2c−1
.

证明.

P (l(X) ≥ l′(X) + c) = P (dlog 1

p(X)
e ≥ l′(X) + c)

≤ P (log 1

p(X)
≥ l′(X) + c− 1)

= P (p(X) ≤ 2−l′(X)−c+1)

=
∑

x:p(x)≤2−l′(x)−c+1

p(x)

≤
∑

x:p(x)≤2−l′(x)−c+1

2−l′(x)−(c−1)

≤
∑
x

2−l′(x)2−(c−1)

≤ 2−(c−1).

最后一步我们用到了 Kraft 不等式.

定理 11.4

对二进制概率密度函数 p(x)，设 l(x) = log 1
p(x) 为信源的二维香农码的码字长度，l

′(x) 为信源任

何其他唯一可译二元码的码字长度. 则

P (l(X) < l′(X)) ≥ P (l(X) ≥ l′(X)).

当且仅当对所有的 x，有 l′(x) = l(x) 等号成立. 于是码长分配 l(x) = log 1
p(x) 是唯一竞争最优的.
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证明. 定义函数 sgn(t) 如下：

sgn(t) =


1 当t > 0

0 当t = 0

−1 当t < 0

我们不难看出

sgn(t) ≤ 2t − 1, t = 0,±1,±2, · · ·

于是我们可以得到

P{l′(X) < l(X)} − P{l′(X) > l(X)} =
∑

x:l′(x)<l(x)

p(x)−
∑

x:l′(x)>l(x)

p(x)

=
∑
x

p(x)sgn(l(x)− l′(x))

= Esgn(l(X)− l′(X))

≤
∑
x

p(x)(2l(x)−l′(x) − 1)

=
∑
x

2−l(x)(2l(x)−l′(x) − 1)

=
∑
x

2−l′(x) −
∑
x

2−l(x)

=
∑
x

2−l′(x) − 1 ≤ 1− 1 = 0.

讨论上面不等式等号成立的条件我们知当且仅当对所有的 x，有 l′(x) = l(x) 等号成立.

推论 11.5

对于非二进的概率密度函数，

E sgn(l(x)− l′(x)− 1) ≤ 0.

其中 l(x) = dlog 1
p(x)e，l

′(x) 为信源其他任何一个编码.
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第12讲 习题课 2
例 12.1

考虑在一个有 4 条边的连通图上的随机游走。

(a) 哪个图的熵率（entropy rate）最高？

(b) 哪个图最低？

解. 共有五个有 4 条边的图.

其中熵率分别为 1/2 + 3/8 log(3) ≈ 1.094、1、0.75、1 以及 1/4 + 3/8 log(3) ≈ 0.844.

(a) 由上可知，第一个图实现了最大熵率，其熵率为 1.094.

(b) 由上可知，第三个图实现了最小熵率，其熵率为 0.75.

例 12.2

假设消息的概率分布以递减的顺序给出：p1 ≥ p2 ≥ · · · ≥ pm. 证明：对任意的二元赫夫曼码，如
果最可能出现的消息字符的概率 p1 > 2/5，则该字符分配的码字长度必为 1.
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第13讲 信道容量

13.1 信道容量

定义 13.1

离散信道是由输入字母表 X，输出字母表 Y 和概率转移矩阵 p(y|x) 构成的系统，其中 p(y|x) 表
示发送字符 x 的条件下收到输出字符 y 的概率. 如果输出的概率分布仅依赖于它的所对应的输入，
而与先前信道的输入或者输出条件独立，就称这个信道是无记忆的.

定义 13.2

离散无记忆信道的 “信息” 信道容量定义为

C = max
p(x)

I(X;Y ).

这里的最大值取自所有可能的输入分布 p(x).

13.2 信道容量的几个例子

13.2.1 无噪声二元信道

对于无噪声二元信道，它的二元输入在输出端能精确地重现.
在这种情况下，任何一个传输的比特都能被无误差地接收到. 因此，每次使用该信道，都可以毫无误

差地传输一个比特，信道容量就是一个比特. 当然，也可以计算得到信道容量 C = max I(X;Y ) = 1比特，

且在 p(x) = ( 12 ,
1
2 ) 时达到.

13.2.2 二元对称信道

考虑下图所示的二元对称信道. 这个二元信道的输入字符以概率 p互补. 这是一个有误差信道的最简
单模型.

在出现错误时，发出的信息 0 接受到的结果是 1，或者正好相反. 从接收到的比特我们并不能看出哪
里发生了错误. 从某种意义上说，所有接收到的比特都不可靠. 我们稍后将证明，我们仍然可以使用这样
的通信信道以非 0 的传输码率发送信息，并且误差概率可以任意小.



13 信道容量 81

我们可以给出互信息的一个界

I(X;Y ) = H(Y )−H(Y |X)

= H(Y )−
∑
p(x)H(Y |X = x)

= H(Y )−
∑
p(x)H(p)

= H(Y )−H(p)

≤ 1−H(p).

其中最后一个不等式成立是因为 Y 是一个二元随机变量. 当输入分布是均匀分布时等号成立. 因此，参
数为 p 的二元对称信道的信道容量为

C = 1−H(p) 比特.

13.2.3 二元擦除信道

有一种信道类似于二元对称信道，会损失一些比特（不是被损坏），这种信道称为二元擦除信道. 在
二元擦除信道中，比例为 α 的比特被擦除掉，并且接收者知道是哪些比特已经被擦除掉了. 如下图所示，
二元擦除信道有两个输入和三个输出.

我们尝试利用和二元对称信道类似的方法, 计算二元擦除信道的容量如下：

C = maxp(x) I(X;Y )

= maxp(x)(H(Y )−H(Y |X))

= maxp(x)H(Y )−H(α).

初看，似乎 H(Y ) 的最大值是 log 3. 但是实际上在绝大多数情况下 (除了 α = 1/3 时)，无论如何选取初
始分布 p(x)，我们都无法让 H(Y ) 达到这个值. 所以我们需要另辟蹊径.
设 E 代表事件 {Y = e}，设 P (X = 1) = π，由表达式

H(Y ) = H(Y,E) = H(E) +H(Y |E)

我们有

H(Y ) = H((1− π)(1− α), α, π(1− α)) = H(α) + (1− α)H(π).

因此

C = max
p(x)

H(Y )−H(α)

= max
π

(1− α)H(π) +H(α)−H(α)

= max
π

(1− α)H(π)

= 1− α.

其中，当 π = 1/2 时，达到该信道容量.
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13.3 对称信道

二元对称信道是 C = 1−H(p) 比特/传输，二元擦除信道的容量是 C = 1− α 比特/传输. 下面考虑
具有如下转移矩阵的信道：

p(y|x) =


0.3 0.2 0.5

0.5 0.3 0.2

0.2 0.5 0.3


上述矩阵中的第 x 行第 y 列的元素表示条件概率 p(y|x)，即传输 x 收到 y 的概率. 在该信道中，概率转
移矩阵中所有的行都可以通过其他行置换得到，每一列也如此. 这样的信道称为对称的.

例 13.3

另一个对称信道的例子是

Y = X + Z (mod c)

其中 Z 服从整数集 {0, 1, 2, · · · , c − 1} 上的某个分布，X 与 Z 拥有相同的字母表，并且 Z 独立

于 X.

设 r 表示转移矩阵中的一行，则有

I(X;Y ) = H(Y )−H(Y |X) = H(Y )−H(r) ≤ log |Y| −H(r),

当输出是均匀分布时等号成立. 而且，p(x) = 1/|X | 可以使 Y 达到均匀分布，这可以由如下式子看出

p(y) =
∑
x∈X

p(y|x)p(x) = 1

|X |
∑

p(y|x) = c
1

|X |
=

1

|Y|

其中 c 是概率转移矩阵的一列中所有元素之和，不难证明 c = |X |
|Y| .

定义 13.4

如果信道转移矩阵 p(y|x)的任何两行互相置换；任何两列也互相置换，那么称该信道是对称的. 如
果转移矩阵的每一行 p(·|x) 都是其它每行的置换，而所有列的元素和

∑
x p(y|x) 相等，则称这个

信道是弱对称的.

定理 13.5

对于弱对称信道，

C = log |Y| −H(转移矩阵的行),

当输入字母表上的分布为均匀时达到该容量.

13.4 并联信道

我们考虑两个信道 {X1, p1(y1|x1),Y1} 和 {X2, p2(y2|x2),Y2} 并联后的信道容量 C，其中要求每次发

送字符时，要么是通过信道 1，要么是通过信道 2 发送，而不能同时发送，假定两者的输出字母表不相交.

命题 13.6

2C = 2C1 + 2C2 .
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证明. 我们考虑下面的信道：

X =

{
X1 概率α

X2 概率(1− α).

设

θ(X) =

{
1 X = X1

2 X = X2

由于 Y1 ∩ Y2 = ∅，我们有 X → Y → θ，从而

I(X;Y, θ) = I(X; θ) + I(X;Y |θ)

= I(X;Y ) + I(X; θ|Y ).

由 Y1 ∩ Y2 = ∅ 我们有 I(X; θ|Y ) = 0，从而

I(X;Y ) = I(X; θ) + I(X;Y |θ)

= H(θ)−H(θ|X) + αI(X1;Y1) + (1− α)I(X2;Y2)

= H(α) + αI(X1;Y1) + (1− α)I(X2;Y2).

于是我们不难得出

C = sup
α

{H(α) + αC1 + (1− α)C2}.

于是我们把问题化归为求函数最值问题. 不难验证，当 H ′(α) +C1 −C2 = 0 时，即 α = 2C1/(2C1 +2C2)

时达到最大值，此时

2C = 2C1 + 2C2 .

13.5 信道容量的性质

• 由 I(X;Y ) ≥ 0 我们知 C ≥ 0.

• 由于 C = max I(X;Y ) ≤ maxH(X) ≤ log |X |，所以 C ≤ log |X |.

• 同理知 C ≤ log |Y|.

• I(X;Y ) 是关于 p(x) 的一个连续函数.

• I(X;Y ) 是关于 p(x) 的凹函数. 由于 I(X;Y ) 是闭凸集上的凹函数，因此局部最大值也是全局最大

值. 最大值可以利用标准的非线性最优化技术求解.

13.6 一些关键定义

取自下标集 {1, 2, · · · ,M} 的消息 W，产生信号 Xn(W )，这个信号以随机序列 Y n ∼ p(yn|xn) 的方
式被接收者收到. 然后，接收者使用适当的译码规则 Ŵ = g(Y n) 猜测消息 W . 如果 Ŵ 与所传输的消息

W 不同，则表明接受者出错. 下面我们严格定义这些思路.

定义 13.7

用 (X , p(y|x),Y) 表示的离散信道由两个有限集 X 和 Y 以及一簇概率密度函数 p(y|x)(x ∈ X ) 构

成，其中对任意 x 与 y，有 p(y|x) ≥ 0，以及对任意的 x，有
∑

y p(y|x) = 1，而 X 和 Y 分别看

作信道的输入和输出.
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定义 13.8

离散无记忆信道 (DMC) 的n 次扩展是指信道 (Xn, p(yn|xn),Yn)，其中

p(yk|xk, yk−1) = p(yk|xk), k = 1, 2, · · · , n.

注记 13.9

如果信道不带反馈，也就是说，如果输入字符不依赖于过去的输出字符，即 p(xk|xk−1, yk−1) =

p(xk|xk−1)，那么离散无记忆信道的 n 次扩展的信道转移函数就可以转化为

p(yn|xn) =
n∏

i=1

p(yi|xi).

为证明上式，我们首先注意到

p(yn|xn) = p(yn|yn−1, xn)p(yn−1|xn) = p(yn|xn)p(yn−1|xn).

为计算 p(yn−1|xn)，我们利用下式

p(yn−1|xn)p(xn|xn−1) = p(yn−1, xn|xn−1) = p(xn|yn−1, xn−1)p(yn−1|xn−1).

注意到信道不带反馈，p(xn|xn−1) = p(xn|yn−1, xn−1). 从而

p(yn−1|xn) = p(yn−1|xn−1).

再利用归纳法我们可得所需结论.

定义 13.10

信道 (X , p(y|x),Y) 的 (M,n) 码由以下部分构成：

1. 下标集 {1, 2, · · · ,M}.

2. 编码函数 Xn : {1, 2, · · · ,M} → Xn，生成码字 xn(1), xn(2), · · · , xn(M). 所有码字的集合称
作码簿.

3. 译码函数
g : Yn → {1, 2, · · · ,M}

其为一个确定性规则，为每个收到的字符向量指定一个猜测.

定义 13.11: 条件概率误差

设

λi = P{g(Y n) 6= i|Xn = xn(i)) =
∑
yn

p(yn|xn(i))I(g(yn) 6= i)

为已知下标 i 被发送的条件下的条件误差概率，其中 I(·) 为示性函数.
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定义 13.12

(M,n) 码的最大误差概率 λ(n) 定义为

λ(n) = max
i∈(1,2,··· ,M)

λi.

定义 13.13

(M,n) 码的平均误差概率 P
(n)
e 定义为

P (n)
e =

1

M

M∑
i=1

λi.

定义 13.14

(M,n) 码的码率定义为

R =
logM
n

比特/传输.

定义 13.15

如果存在一个 (d2nRe, n) 码序列，满足当 n→ ∞ 时，最大误差概率 λ(n) → 0，则称码率 R 是可

达的.

定义 13.16

信道的容量定义为所有可达码率的上确界.
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第14讲 信道编码定理

14.1 联合典型序列

定义 14.1

服从分布 p(x, y) 的联合典型序列 {{xn, yn}} 所构成的集合 A
(n)
ϵ 是指其经验熵与真实熵 ϵ 接近的

n 长序列构成的集合，即：

A
(n)
ϵ = {(xn, yn) ∈ Xn × Yn :

| − 1
n log p(xn)−H(X)| < ϵ,

| − 1
n log p(yn)−H(Y )| < ϵ,

| − 1
n log p(xn, yn)−H(X,Y )| < ϵ}

其中

p(xn, yn) =

n∏
i=1

p(xi, yi).

定理 14.2: 联合 AEP

设 (Xn, Y n) 为服从 p(xn, yn) =
∏n

i=1 p(xi, yi) 的 i.i.d. 的 n 长序列，那么：

• 对任意 ϵ > 0，当 n 充分大时，有 P ((Xn, Y n) ∈ A
(n)
ϵ ) > 1− ϵ.

• |A(n)
ϵ | ≤ 2n(H(X,Y )+ϵ).

• 如果 (X̃n, Ỹ n) ∼ p(xn)p(yn)，即 X̃n 与 Ỹ n 是独立的且与 p(xn, yn) 有相同的边际分布，那

么

P{(X̃n, Ỹ n) ∈ A(n)
ϵ ) ≤ 2−n(I(X;Y )−3ϵ).

而且，对于充分大的 n，

P{(X̃n, Ỹ n) ∈ A(n)
ϵ ) ≥ (1− ϵ)2−n(I(X;Y )+3ϵ).

证明. 1. 首先我们来证明，包含在典型集中的序列具有很高的概率. 由弱大数定律，

− 1

n
logP (Xm) → −E[log p(X)] = H(X) 依概率.

因此，给定 ϵ > 0，存在 n1，使得对于任意 n > n1，使得对于任意 n > n1，

P (| − 1

n
log p(Xn)−H(X)| ≥ ϵ) <

ϵ

3
.

类似地，由弱大数定律，我们有

− 1

n
log p(Y n) → −E[log p(Y )] = H(Y ) 依概率,

以及

− 1

n
log p(Xn, Y n) → −E[log p(X,Y )] = H(X,Y ) 依概率.

从而，存在 n2 和 n3，使得对任意 n ≥ n2，

P (| − 1

n
log p(Y n)−H(Y )| ≥ ϵ) <

ϵ

3
.
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以及对任意 n ≥ n3，

P (| − 1

n
log p(Xn, Y n)−H(X,Y )| ≥ ϵ) <

ϵ

3
.

选取 n > max(n1, n2, n3)，则我们知

P ((Xn, Y n) ∈ A(n)
ϵ ) ≥1− P (| − 1

n
log p(Xn)−H(X)| ≥ ϵ| ≥ ϵ)

− P (| − 1

n
log p(Y n)−H(Y )| ≥ ϵ| ≥ ϵ)

− P (| − 1

n
log p(Xn, Y n)−H(X,Y )| ≥ ϵ| ≥ ϵ)

>1− ϵ

从而定理的第一部分得证. 2. 为证明定理的第二部分，我们注意到

1 =
∑

p(xn, yn)

≥
∑
A

(n)
ϵ

p(xn, yn)

≥ |A(n)
ϵ |2−n(H(X,Y )+ϵ).

因此，|A(n)
ϵ | ≤ 2n(H(X,Y )+ϵ). 3. 现在，如果 X̃n 和 Ỹ n 相互独立，但是与 Xn 和 Y n 分别具有相同的边

际分布，那么

P{(X̃n, Ỹ n) ∈ A(n)
ϵ ) =

∑
(xn,yn)∈A

(n)
ϵ

p(xn)p(yn)

≤ 2n(H(X,Y )+ϵ)2−n(H(X)−ϵ)2−n(H(Y )−ϵ)

= 2−n(I(X;Y )−3ϵ).

对充分大的 n，P (A
(n)
ϵ ) ≥ 1− ϵ，因此

1− ϵ ≤
∑

(xn,yn)∈A
(n)
ϵ

p(xn, yn)

≤ |A(n)
ϵ |2−n(H(X,Y )−ϵ)

以及

|A(n)
ϵ | ≥ (1− ϵ)2n(H(X,Y )−ϵ).

和上界讨论的估计类似，我们可以证明，对于充分大的 n，有

P ((X̃n, Ỹ n) ∈ A(n)
ϵ ) =

∑
(xn,yn)∈A

(n)
ϵ

p(xn)p(yn)

≥ (1− ϵ)2n(H(X,Y )−ϵ)2−n(H(X)+ϵ)2−n(H(Y )+ϵ)

= (1− ϵ)2−n(I(X;Y )+3ϵ).
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14.2 信道编码定理

定理 14.3: 信道编码定理

对于离散无记忆信道，小于信道容量 C 的所有码率都是可达的. 具体来说，对任意码率 R < C，

存在一个 (2nR, n) 码序列，它的最大误差概率为 λ(n) → 0.
反之，任何满足 λ(n) → 0 的 (2nR, n) 码序列必定有 R ≤ C.

证明. 我们在这一节证明可达性，逆定理的证明放在后面.
固定 p(x)，根据分布 p(x) 随机生成一个 (2nR, n) 码. 具体来说，根据分布

p(xn) =

n∏
i=1

p(xi)

独立生成 2nR 个码字，将它们作为信息 {1, · · · ,M} 的编码. 将 2nR 个码字展开为矩阵的行：

C =


x1(1) x2(1) · · · xn(1)

...
... . . . ...

x1(2
nR) x2(2

nR) · · · xn(2
nR)


该矩阵的每一项都是依据 i.i.d. 服从 p(x) 生成的，即 P (Xn(w) = xn) =

∏n
i=1 p(xi) 且 Xn(w) 是独立的，

其中 w ∈ {1, · · · ,M}. 依次我们生成一个特定码 C 的概率就是

P (C) = P (Xn(w) = x1(w)x2(w) · · ·xn(w), w ∈ {1, 2, · · · ,M}) (14.1)

=

2nR∏
w=1

n∏
i=1

p(xi(w)). (14.2)

我们考虑下面的系列事件：

1. 如14.1所示，按分布 p(x) 生成一个码簿 C.

2. 我们将码簿 C 告诉发送者和接收者，并且假定两者都知道该信道的信道转移矩阵 p(y|x).

3. 依如下的均匀分布选取一条消息 W

P (W = w) = 2−nR, w = 1, 2, · · · , 2nR.

4. 第 w 个码字 Xn(w) 是 C 的第 w 行，通过该信道被发送.

5. 接收者收到的序列 Y n 服从分布

p(yn|xn(w)) =
n∏

i=1

p(yi|xi(w)).

6. 接收者猜测所发送的消息是什么. 如果满足下面两个条件，则接收者认为 Ŵ 就是所发送的下标.

• (X(Ŵ ), Y n) 是联合典型的.

• 不存在其他的下标 W ′ 6= Ŵ 满足 (Xn(W ′), Y n) ∈ A
(n)
ϵ .

如果这样的 Ŵ 不存在，或者有超过一个这样的 Ŵ，则断言发生了错误 (在这种情况下，假定接收
者给出一个哑下标，例如 0).
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7. 如果 Ŵ 6=W，则说明译码错误，我们记事件 {Ŵ (Y n) 6=W} 为 E .

下面我们来计算误差概率. 设W 服从 {1, 2, · · · , 2nR上的均匀分布，并用上面的译码方法得到 Ŵ (yn).
设 E = {Ŵ (Y n) 6=W} 表示误差事件. 现在计算平均误差概率，也就是

P (E) =
∑
C
P (C)P (n)

e (C)

=
∑
C
P (C) 1

2nR

2nR∑
w=1

λw(C)

=
1

2nR

2nR∑
w=1

∑
C
P (C)λw(C).

注意到对每个编码 C，我们可以将 C 的第 1 行和第 i 行对换，得到一个新码字 C′. 这时 P (C) = P (C′)，

而 λ1(C) = λw(C′)，对 C 求和，则 C′ 也遍历所有码簿，从而∑
C
P (C)λ1(C) =

∑
C′

P (C′)λw(C′).

从而我们有

P (E) =
∑
C
P (C)λ1(C) = P (E|W = 1).

定义下列事件：

Ei = {(Xn(i), Y n)在A(n)
ϵ 中}, i ∈ {1, 2, · · · , 2nR}.

Ei 表示第 i 个码字与 Y n 为联合典型的这一事件.
如果 EC

1 发生，或者 E2 ∪ E3 ∪ · · · ∪ E2n 发生，则译码会发生错误. 反过来，若译码错误，则
EC

1 , E2, E3, · · · , E2n 中必有一个发生. 于是

P (E) = P (E|W = 1)

= P (Ec
1 ∪ E2 ∪ E3 ∪ · · · ∪ E2nR |W = 1)

= P (Ec
1|W = 1) +

2nR∑
i=2

P (Ei|W = 1).

由联合 AEP 的性质，我们知当 n 充分大时，

P (Ec
1|W = 1) ≤ ϵ.

从编码的过程我们知 Xn(1) 和 Xn(i)(i 6= 1) 是独立的，所以 Y n 与 Xn(i) 也是独立的. 因此，根据联合
AEP的性质，Xn(i)与 Y n 是联合典型的概率 ≤ 2−n(I(X;Y )−3ϵ). 从而，如果 n充分大且 R < I(X;Y )−3ϵ

时，

P (E) = P (E|W = 1) ≤ P (Ec
1|W = 1) +

2nR∑
i=2

P (Ei|W = 1)

≤ ϵ+

2nR∑
i=2

2−n(I(X;Y )−3ϵ)

= ϵ+ (2nR − 1)2−n(I(X;Y )−3ϵ)

≤ ϵ+ 23nϵ2−n(I(X;Y )−R)

≤ 2ϵ.

因此，如果 R < I(X;Y )，对于任意 ϵ > 0，可以适当选取 n，使得平均误差概率不超过 2ϵ.
为完成证明，我们需要进行下面一系列操作：
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• 我们将证明中的 p(x) 换成 p∗(x)，即达到信道容量时关于 X 的分布. 此时，条件 R < I(X;Y ) 可

以由可达性条件 R < C 所替代.

• 去除码簿上的平均. 由于所有的码簿上的平均误差概率比较小，所以存在一个码簿 C∗ 具有较小的

平均误差概率. 于是 P
(n)
e (E|C∗) ≤ 2ϵ. 同时我们注意到

P (E|C∗) =
1

2nR

2nR∑
i=1

λi(C∗).

• 抛弃最佳码簿 C∗ 中最差的一半码字. 由于这个码字的算术平均误差概率 Pn
e (C∗) 小于 2ϵ，我们有

P (E|C∗) ≤ 1

2nR

∑
λi(C∗) ≤ 2ϵ.

这说明至少有一半的下标 i 及其对应的码字 Xn(i) 的条件误差概率 λi 小于 4ϵ(否则，这些码字本
身的和就将大于 2ϵ). 因此，所有码字中最佳的一半的最大误差概率必定小于 4ϵ. 码字总数有 2nR−1

个. 抛弃一半码字使得码率由 R 变为 R− 1
n，当 n 充分大时，这是可以忽略的.

结合所有这些改进，我们构造了一个码率为 R′ = R− 1
n 的码，它的最大误差概率 λ(n) ≤ 4ϵ. 这就证明了

任何小于信道容量的码率是可达的.

我们首先来证明 P
(n)
e = 0蕴含结论 R ≤ C. 假定有一个零误差概率的 (2nR, n)码，也就是说，译码器

输出的 g(Y n)依概率 1等于输入的下标W . 那么，输入下标W 完全由输出序列决定 (即 H(W |Y n) = 0).
为了获得更强的界，随意假定 W 服从 {1, 2, · · · , 2nR} 上的均匀分布，于是，H(W ) = nR. 从而我们有
如下的一串不等式：

nR = H(W ) = H(W |Y n) + I(W ;Y n)

= I(W ;Y n)

≤ I(Xn, Y n)

≤
n∑

i=1

I(Xi;Yi)

≤ nC.

其中第一个不等式是由数据处理不等式可得，第二个不等式和第三个不等式我们将在下一讲中给出证明.
因此，对于任何零误差的 (2nR, n) 码以及所有的 n，

R ≤ C.
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第15讲 微分熵

15.1 定义

定义 15.1

设 X 是一个随机变量，其累积分布函数为 F (x) = P (X ≤ x). 如果 F (x) 是连续的，则称该随机

变量是连续的. 当 F (x) 的导数存在时，令 f(x) = F ′(x). 若
∫∞
−∞ f(x)dx = 1，则称 f(x) 是 X 的

概率密度函数. 另外，使 f(x) > 0 的所有 x 构成的集合称为 X 的支撑集.

定义 15.2

一个以 f(x) 为密度函数的连续型随机变量 X 的微分熵 h(X) 定义为

h(X) = −
∫
S

f(x) log f(x)dx.

其中 S 是这个随机变量的支撑集.

例 15.3: 均匀分布

考虑一个服从 [0, a] 上的均匀分布的随机变量，它的密度函数在 [0, a] 熵为 1/a，而在其他地方为

0. 此时，该随机变量的微分熵为

h(X) = −
∫ a

0

1

a
log 1

a
dx = log a.

例 15.4: 正态分布

设 X ∼ ϕ(x) = (1/
√
2πσ2)e−x2/2σ2 . 如果我们以奈特为单位计算微分熵，我们有

h(ϕ) = −
∫
ϕ lnϕ

= −
∫
ϕ(x)[− x2

2σ2
− ln

√
2πσ2]

=
EX2

2σ2
+

1

2
ln 2πσ2

=
1

2
+

1

2
ln 2πσ2

=
1

2
ln 2πeσ2奈特.

改变对数的底，我们可得

h(ϕ) =
1

2
log 2πeσ2比特.
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15.2 连续随机变量的 AEP

定理 15.5

设 X1, X2, · · · , Xn 使一个服从于密度函数 f(x) 的独立同分布的随机变量序列. 那么下面的极限
依概率收敛.

− 1

n
log f(X1, X2, · · · , Xn) → E[− log f(X)] = h(X) 依概率.

定义 15.6

对 ϵ > 0 及任意的 n，定义 f(x) 的典型集 A
(n)
ϵ 如下：

A(n)
ϵ = {(x1, x2, · · · , xn) ∈ Sn : | − 1

n
log f(X1, x2, · · · , xn)− h(X)| ≤ ϵ}.

其中 f(x1, x2, · · · , xn) =
∏n

i=1 f(xi).

定义 15.7

集合 A ⊂ Rn 的体积 Vol(A) 定义为

Vol(A) =
∫
A

dx1dx2 · · · dxn.

定理 15.8

典型集 A
(n)
ϵ 有如下的性质:

1. 对于充分大的 n，P (A
(n)
ϵ ) > 1− ϵ.

2. 对于所有的 n，Vol(A(n)
ϵ ) ≤ 2n(h(X)+ϵ).

3. 对于充分大的 n，Vol(A(n)
ϵ ) ≥ (1− ϵ)2n(h(X)−ϵ).

证明. 根据 AEP，我们有依概率有 − 1
n log f(Xn) = − 1

n

∑
log f(xi) → h(X)，故性质 1 得证. 另外，

1 =

∫
Sn

f(x1, x2, · · · , xn)dx1dx2 · · · dxn

≥
∫
A

(n)
ϵ

f(x1, x2, · · · , xn)dx1dx2

≥
∫
A

(n)
ϵ

2−n(h(X)+ϵ)dx1dx2 · · · dxn

= 2−n(h(X)+ϵ)

∫
A

(n)
ϵ

dx1dx2 · · · dxn

= 2−n(h(X)+ϵ)Vol(A(n)
ϵ ).

因此，性质 2 获证.
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我们进一步论证该典型集的体积至少有这么大. 如果 n 足够大使得性质 1 成立，那么

1− ϵ ≤
∫
A

(n)
ϵ

f(x1, x2, · · · , xn)dx1dx2 · · · dxn

≤
∫
A

(n)
ϵ

2−n(h(X)−ϵ)dx1dx2 · · · dxn

= 2−n(h(X)−ϵ)

∫
A

(n)
ϵ

dx1dx2 · · · dxn

= 2−n(h(X)−ϵ)Vol(A(n)
ϵ ).

从而性质 3 成立. 从而当 n 充分大时，我们有

(1− ϵ)2n(h(X)−ϵ) ≤ Vol(A(n)
ϵ ) ≤ 2n(h(X)+ϵ).

定理 15.9

在一阶指数意义下，在所有概率 ≥ 1− ϵ 的集合中，A
(n)
ϵ 为使体积最小者.

15.3 微分熵与离散熵的关系

考虑一个密度函数是 f(x) 的随机变量 X. 假定将 X 的定义域等长度地分割成长为 ∆ 的若干小区

间，并且假定密度函数在这些小区间内是连续的. 由中值定理可知，在每个小区间内存在一个值 xi，满足

f(xi)∆ =

∫ (i+1)∆

i∆

f(x)dx.

考虑量化后的随机变量 X∆，其定义是

X∆ = xi 当 i∆ ≤ X < (i+ 1)∆.

则 X∆ = xi 的概率为

pi =

∫ (i+1)∆

i∆

f(x)dx = f(xi)∆.

由于
∑
f(xi)∆ =

∫
f(x) = 1，所以量化后的随机变量 X∆ 的熵为

H(x∆) = −
∞∑

i=−∞
pi log pi

= −
∞∑

i=−∞
f(xi)∆ log(f(xi)∆)

= −
∑

∆f(xi) log f(xi)−
∑

f(xi)∆ log∆

= −
∑

∆f(xi) log f(xi)− log∆

如果 f(x) logx 是黎曼可积的，则我们可以得到下面的定理.

定理 15.10

如果随机变量 X 的密度函数 f(x) 是黎曼可积的，那么

H(X∆) + log∆ → h(f) = h(X), 当∆ → 0.

于是，连续随机变量 X 经过 n比特量化处理 (此时分割的小区间长度为 1
2n )后的熵大约为 h(X)+

n.
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例 15.11

如果 X 服从 [0, 18 ] 上的均匀分布，那么在二进制表示中，X 取值的小数点右边取值必定为 0. 因
而，在精确到 n 位的意义下，描述 X 仅需 n− 3 比特，这与 h(X) = −3 相一致.

一般来讲，在精确到 n 位的意义下，h(X) + n 是为了描述 X 所需要的平均比特数.

15.4 联合微分熵与条件微分熵

定义 15.12

联合密度函数为 f(x1, x2, · · · , xn) 的一组随机变量 X1, X2, · · · , Xn 的联合微分熵定义为

h(X1, X2, · · · , Xn) = −
∫
f(xn) log f(xn)dxn.

定义 15.13

如果 X,Y 的联合密度函数为 f(x, y)，定义条件微分熵 h(X|Y ) 为

h(X|Y ) = −
∫
f(x, y) log f(x|y)dxdy.

由于一般地 f(x|y) = f(x, y)/f(y)，我们可以写为

h(X|Y ) = h(X,Y )− h(Y ).

我们要注意微分熵可能为无穷的情况，需要分开讨论.

定理 15.14: 多元正态分布的熵

设 X1, X2, · · · , Xn 满足多元正态分布，平均值为 µ，协方差矩阵为 K. 则

h(X1, X2, · · · , Xn) = h(Nn(µ,K)) =
1

2
log(2πe)n|K| 比特,

其中 |K| 记为 K 的行列式.
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证明. X1, X2, · · · , Xn 的概率密度函数为 f(x) = 1

(
√
2π)n|K|

1
2
e−

1
2 (x−µ)TK−1(x−µ). 则

h(f) = −
∫
f(x)[−1

2
(x − µ)TK−1(x − µ)− ln(

√
2π)n|K| 12 ]dx.

= =
1

2
E[
∑
i,j

(Xi − µi)(K
−1)ij(Xj − µj)] +

1

2
ln(2π)n|K|

= =
1

2
E[
∑
i,j

(Xi − µi)(Xj − µj)(K
−1)ij ] +

1

2
ln(2π)n|K|

= =
1

2

∑
i,j

E[(Xi − µi)(Xj − µj)](K
−1)ij +

1

2
ln(2π)n|K|

= =
1

2

∑
i,j

Kji(K
−1)ij +

1

2
ln(2π)n|K|

= =
1

2

∑
j

Ijj +
1

2
ln(2π)n|K|

=
n

2
+

1

2
ln(2π)n|K|

=
1

2
ln(2πe)n|K|奈特

=
1

2
log(2πe)n|K|比特.

15.5 相对熵与互信息

定义 15.15

两个概率密度函数 f 和 g 的相对熵 (或 Kullback-Leibler 距离)D(f‖g) 定义为

D(f‖g) =
∫
f log f

g
.

注意到 D(f‖g) 有限当且仅当 f 的支集包含在 g 的支集中. (和以前一样我们默认 0 log 0
0 = 0.)

定义 15.16

两个联合分布为 f(x, y) 的随机变量 X 和 Y 的互信息定义为

I(X;Y ) =

∫
f(x, y) log f(x, y)

f(x)f(y)
dxdy.

由定义我们知和离散的情形类似，

I(X;Y ) = h(X)− h(X|Y ) = h(Y )− h(Y |X) = h(X) + h(Y )− h(X,Y )

以及

I(X;Y ) = D(f(x, y)‖f(x)f(y)).

设 X 为随机变量 X 的值域，P 为 X 的一个分割是指存在有限个不相交的集合 Pi 使得 ∪iPi = X .
X 关于 P 的量化 (记为 [X]P) 是定义如下的离散随机变量：

P ([X]P = i) = P (X ∈ Pi) =

∫
Pi

dF (x).
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对于任意两个分割分别为 P 和 Q 的随机变量 X 和 Y，可以利用 (2.5) 来计算它们对应的量化随机变量
的互信息. 于是，对任意成对的随机变量，我们可以如下定义其互信息：

定义 15.17

任何随机变量 X 与 Y 间的互信息如下：

I(X;Y ) = sup
P,Q

I([X]P ; [Y ]Q),

其中上确界遍历所有可能的有限剖分 P 和 Q.

15.6 微分熵的性质，相对熵和互信息的性质

定理 15.18

我们有

D(f‖g) ≥ 0.

等号成立当且仅当 f = g, a.e..

证明. 设 f 的支撑集为 S. 则

−D(f‖g) =

∫
S

f log g
f

≤ log
∫
S

f
g

f

= log
∫
S

g

≤ log 1 = 0

当且仅当 Jensen 不等式中的等号成立，即当且仅当 f = g a.e. 等号成立.

推论 15.19

I(X;Y ) ≥ 0，等号成立当且仅当 X 和 Y 独立.

定理 15.20: 微分熵的链式法则

h(X1, X2, · · · , Xn) =

n∑
i=1

h(Xi|X1, X2, · · · , Xi−1).

推论 15.21

h(X1, X2, · · · , Xn) ≤
∑

h(Xi),

等号成立当且仅当 X1, X2, . . . , Xn 为独立的.
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推论 15.22: 阿达玛不等式

设 x ∼ N (0,K) 是一个多元正态分布，那么将熵的定义公式代入上面的不等式中，我们可以得到

|K| ≤ Πn
i=1Kii.

定理 15.23

h(X + c) = h(X).

定理 15.24

h(aX) = h(X) + log |a|.

证明. 令 Y − aX. 则 fY (y) =
1
|a|fX( ya )，且经过积分变量替换，有

h(aX) = −
∫
fY (y) log fY (y)dy

= −
∫

1

|a|
fX(

y

a
) log( 1

|a|
fX(

y

a
))dy

= −
∫
fX(x) log fX(x)dx+ log |a|

= h(X) + log |a|

从而得证.

类似地，对于取值为向量的随机变量，可以证明下面的推论.

推论 15.25

h(AX) = h(X) + log |det(A)|.

定理 15.26

设随机向量 X ∈ Rn 的均值为零，协方差矩阵为 K = EXXt，则 h(X) ≤ 1
2 log(2πe)n|K|，当且仅

当 X ∼ N (0,K) 等号成立.

证明. 设 g(x)是对任意的 i和 j 均满足
∫
g(x)xixjdx = Kij 的密度函数. 令 ϕK 是服从高斯分布 N (0,K)

随机向量的密度函数. 注意到 logϕK(x) 是一次二次型，并且
∫
xixjϕK(x)dx = Kij，则

0 ≤ D(g‖ϕK)

=

∫
g log(g/ϕK)

= −h(g)−
∫
g logϕK

= −h(g)−
∫
ϕK logϕK

= −h(g) + h(ϕK)

其中所作的替换
∫
g logϕK =

∫
ϕK logϕK 是由于二次型 logϕK(x) 关于 g 和 ϕK 具有相同的矩.
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定理 15.27: 估计误差与微分熵

对任意随机变量 X 及其估计 X̂，

E(X − X̂)2 ≥ 1

2πe
e2h(X).

其中等号成立的充分必要条件是 X 为高斯分布而 X̂ 为其均值. 这里 h(X) 的量纲为比特.

证明. 令 X̂ 为 X 的一个估计，此时

E(X − X̂)2 ≥ min
X̂

E(X − X̂)2

= E(X − E(X))2

= var(X)

≥ 1

2πe
e2h(X)

不等式成立当且仅当 X 为高斯分布而 X̂ 为其均值.

推论 15.28

当边信息 Y 以及估计 X̂(Y ) 已知时，可以推出

E(X − X̂(Y ))2 ≥ 1

2πe
e2h(X|Y ).
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第16讲 高斯信道

16.1 高斯信道

16.1.1 定义

高斯信道是一个时间离散信道，在时刻 i，输出信号 Yi 是输入信号 Xi 与噪声 Zi 之和，其中 Zi 为

独立同分布序列，且均服从方差为 N 的高斯分布. 于是，

Yi = Xi + Zi, Zi ∼ N (0, N)

假设噪声 Zi 与信号 Xi 独立.
对于输入最通常的限制是在能量或者功率方面的约束. 我们一般考虑对平均功率的约束，即对于在信

道上传输的任意码字 (x1, x2, · · · , xn)，我们要求 1
n

∑n
i=1 x

2
i ≤ P .

定义 16.1

功率限制为 P 的高斯信道的信息容量为

C = max
EX2≤P

I(X;Y ).

我们来看看如何计算信道容量. 将 I(X;Y ) 展开，由于 Z 与 X 相互独立，由微分熵的平移不变性，

我们可得

I(X;Y ) = h(Y )− h(Y |X)

= h(Y )− h(X + Z|X)

= h(Y )− h(Z|X)

= h(Y )− h(Z)

此时，h(Z) = 1
2 log 2πeN . 又由于 X 与 Z 独立以及 EZ = 0，所以

EY 2 = E(X + Z)2 = EX2 + 2EXEZ + EZ2 = P +N

假设给定 EY 2 = P +N，则我们知，Y 的熵的上界为 1
2 log 2πe(P +N). 于是

I(X;Y ) = h(Y )− h(Z)

≤ 1

2
log 2πe(P +N)− 1

2
log 2πeN

=
1

2
log(1 + P

N
).

因此，高斯信道的信道容量为

C = max
EX2≤P

I(X;Y ) =
1

2
log(1 + P

N
),

并且最大值在 X ∼ N (0, P ) 时达到.

16.1.2 高斯信道编码定理

一个功率限制为 P 的高斯信道所对应的 (M,n) 码由以下几个要素构成：
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1. 下标集 {1, 2, 3, · · · ,M}.

2. 编码函数 x : {1, 2, · · · ,M} → Xn，其相应的码字为 xn(1), xn(2), · · · , xn(M)，且满足功率限制 P，

即
n∑

i=1

x2i (ω) ≤ nP, ω = 1, 2, · · · ,M.

3. 译码函数
g : Yn → {1, 2, · · · ,M}�

该编码的码率和误差概率与前面我们离散情形时的定义相同.

定义 16.2

对于一个功率限制为 P 的高斯信道，如果存在一个 (2nR, n) 码，满足功率限制条件，使得最大误

差概率 λn → 0，则称码率 R 关于该功率限制为 P 的高斯信道是可达的.

定理 16.3

一个功率限制为 P 且噪声方差为 N 的高斯信道的容量为

C =
1

2
log(1 + P

N
) 比特/传输�

它是所有可达码率的上界.

16.2 几种常见的高斯信道

16.2.1 并联高斯信道

假设有一组并联高斯信道，每个信道的输出是输入与高斯噪声之和. 对于信道 j，

Yj = Xj + Zj , j = 1, 2, · · · , k,

其中

Zj ∼ N (0, Nj).

并且我们假设噪声在信道与信道之间是相互独立的. 假定在所使用的总功率方面存在一个公共的功率限
制，即，

E

k∑
j=1

X2
j ≤ P.

我们希望将功率分配于各信道之中以使总容量达到最大.
信道的信息容量 C 为

C = max
f(x1,x2,··· ,xk):

∑
EX2

i ≤P
I(X1, X2, · · · , Xk;Y1, Y2, · · · , Yk)

注记 16.4

信息容量是所有可达码率的上确界，这一事实的证明与单个高斯信道的容量定理的证明方法相同，

故我们略去.
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由于 Z1, Z2, · · · , Zk 是相互独立的，

I(X1, X2, · · · , Xk;Y1, Y2, · · · , Yk)

= h(Y1, Y2, · · · , Yk)− h(Y1, Y2, · · · , Yk|X1, X2, · · · , Xk)

= h(Y1, Y2, · · · , Yk)− h(Z1, Z2, · · · , Zk|X1, X2, · · · , Xk)

= h(Y1, Y2, · · · , Yk)− h(Z1, Z2, · · · , Zk)

= h(Y1, Y2, · · · , Yk)−
∑
i

h(Zi)

≤
∑
i

(h(Yi)− h(Zi))

≤
∑
i

1

2
log(1 + Pi

Ni
).

其中 Pi = EX2
i ,
∑
Pi = P . 等号在如下条件达到时成立

(X1, X2, · · · , Xk) ∼ N (0, P ), P =


P1 0 · · · 0

0 P2 · · · 0
...

... . . . ...
0 0 · · · Pk

 .

于是，我们问题就简化为在满足约束条件
∑
Pi = P 下，寻找一个功率分配方法使得容量达到最大，

这是一个标准的优化问题，可以利用拉格朗日乘子法得到解决. 相应的函数为

J(P1, · · · , Pk) =
∑ 1

2
log(1 + Pi

Ni
) + λ(

∑
Pi − P ).

对 Pi 求导，我们有
1

2

1

Pi +Ni
+ λ = 0,

于是

Pi = v −Ni.

然而，由于 Pi 必须非负，所以，并不能总找到一个如此形式的解. 这样，可利用库恩-塔克条件来验证如
下解

Pi = (v −Ni)
+

是使得容量达到最大的分配方法，其中 v 的选取满足∑
(v −Ni)

+ = P.

这里 (x)+ 表示对 x 取正的部分：

(x)+ =

{
x 若x ≥ 0,

0 若x < 0.

16.2.2 高斯彩色信道

设 KZ 为噪声的协方差阵，KX 为输入信号的协方差阵. 那么，对于输入信号的功率限制可以写为
1

n

∑
i

EX2
i ≤ P,

或等价地
1

n
tr(KX) ≤ P.



16 高斯信道 102

这里的功率限制依赖于 n，因此，我们不得不对每个 n 单独计算容量.
与独立信道情形相同，我们有

I(X1, X2, · · · , Xn;Y1, Y2, · · · , Yn) = h(Y1, Y2, · · · , Yn)− h(Z1, Z2, · · · , Zn)

这里 h(Z1, · · · , Zn)由噪声分布唯一确定，而不依赖于输入信号分布的选择. 所以，计算信道容量等价于将
h(Y1, · · · , Yn)最大化. 由于输入信号和噪声是相互独立的，所以，输出 Y 的协方差阵为 KY = KX +KZ，

这时由我们前面的结果知当 Y 服从正态分布时输出信号的熵达到最大，这时输入分布也是一个正态分布.
我们可以计算得

h(Y1, · · · , Yn) =
1

2
log((2πe)n|KX +KZ |).

于是，问题就化为在 KX 的迹约束条件下，选取 KX 使得 |KX +KZ | 达到最大. 为达此目的，将 KZ 分

解成对角型，

KZ = QΛQt, 其中QQt = I.

那么，

|KX +KZ | = |KX +QΛQt|

= |Q||QtKXQ+ Λ||Qt|

= |QtKXQ+ Λ|

= |A+ Λ|,

其中 A = QtKXQ. 于是我们有，

tr(A) = tr(QtKXQ)

= tr(QtQKX)

= tr(KX).

于是问题就简化为在条件 tr(A) ≤ nP 下，求 |A+ Λ| 的最大值.
我们利用前面讲到的阿达马不等式，此不等式说明任意正定矩阵 K 得行列式一定小于它的对角元素

得乘积，即

|K| ≤
∏
i

Kii,

等号成立当且仅当 K 为对角阵. 于是，

|A+ Λ| ≤
∏
i

(Aii + λi),

当且仅当 A 为对角阵时等号成立.
由于 A 受到迹的约束，

1

n

∑
i

Aii ≤ P,

且 Aii ≥ 0，所以
∏

i(Aii + λi) 的最大值在

Aii + λi = v

时达到. 然而，考虑到约束条件，不可能总是存在正的 Aii 满足上述方程. 和上一节的讨论类似，在不满
足的情况下根据库恩-塔克条件可以证明最优解对应于取

Aii = (v − λi)
+

时的解. 其中 v 满足
∑
Aii = nP . 此时 A 的值使 Y 的熵达到最大，因此，互信息达到最大.
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第17讲 率失真理论

17.1 率失真函数

假设某信源产生序列 X1, X2, · · · , Xn 是 i.i.d.∼ p(x), x ∈ X . 在本章的证明中，假设字母表是有限
的，但大多数离散情形下的证明都可以推广到连续的随机变量. 信源序列 Xn 的编码用下标 fn(X

n) ∈
{1, 2, · · · , 2nR} 表示，Xn 的译码用估计形式 X̂n ∈ X̂ 表示.

定义 17.1

失真函数或者失真度量是指从信源字母表与再生字母表的乘积空间到非负实数集上的映射

d : X × X̂ → R+.

失真 d(x, x̂) 是用来刻画使用 x̂ 表示 x 时的代价度量.

定义 17.2

称失真度量是有界的，如果失真的最大值有限：

dmax := max
x∈X ,x̂∈X̂

d(x, x̂) <∞.

定义 17.3

xn 与 x̂n 序列间的失真定义为

d(xn, x̂n) =
1

n

n∑
i=1

d(xi, x̂i).

定义 17.4

一个 (2nR, n) 率失真码包括一个编码函数

fn : Xn → {1, 2, · · · , 2nR}

和一个译码（再生）函数

gn : {1, 2, · · · , 2nR} → X̂n.

关于这个 (2nR, n) 码的失真定义为

D = E[d(Xn, gn(fn(X
n)))] =

∑
xn

p(xn)d(xn, g(fn(x
n))).

将 n 元组 gn(1), gn(2), · · · , gn(2nR) 记为 X̂n(1), X̂n(2), · · · , X̂n(2nR)，它构成一个码簿，且

f−1
n (1), f−1

n (2), · · · , f−1
n (2nR) 为相应的分配区域.
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定义 17.5

称率失真对 (R,D) 是可达的，若存在一个 (2nR, n) 率失真码序列 (fn, gn)，满足

lim
n→∞

E[d(Xn, gn(fn(X
n)))] ≤ D.

定义 17.6

全体可达率失真对 (R,D) 所组成的集合的闭包称为信源的率失真区域.

定义 17.7

对于给定的失真 D，满足 (R,D) 包含于信源的率失真区域中的所有码率 R 的下确界称为是率失

真函数 R(D).

定义 17.8

对于给定的码率 R，满足 (R,D) 包含于信源的率失真区域中的所有失真 D 的下确界称为是失真

率函数 D(R).

定义 17.9

设信源 X 的失真度量为 d(x, x̂)，定义其信息率失真函数 R(I)(D) 为

R(I)(D) = min
p(x̂|x):

∑
(x,x̂) p(x)p(x̂|x)d(x,x̂)≤D

I(X, X̂).

其中的最小值取自使联合分布 p(x, x̂) = p(x)p(x|x̂) 满足期望失真限制的所有条件分布 p(x|x̂).

定理 17.10

对于独立同分布的信源 X，若公共分布为 p(x) 且失真函数 d(x, x̂) 有界，那么其率失真函数与对

应的信息率失真函数相等. 于是，

R(D) = R(I)(D) = min
p(x̂|x):

∑
(x,x̂) p(x)p(x̂|x)d(x,x̂)≤D

I(X, X̂)

为在失真 D 下的最小可达码率.

17.2 率失真函数的计算

17.2.1 二元信源

定理 17.11

Bernoulli(p) 信源在汉明失真度量下的率失真函数为

R(D) =

{
H(p)−H(D), 0 ≤ D ≤ {p, 1− p}

0, D > min{p, 1− p}.
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证明. 考虑在汉明失真度量下的二元信源 X ∼ Bernoulli(p). 不失一般性，假设 p < 1
2 . 我们来计算量率

失真函数

R(D) = min
p(x̂|x):

∑
(x,x̂) p(x)p(x̂|x)d(x,x̂)≤D

I(X, X̂).

用 ⊕2 表示模 2 加法运算，则 X ⊕2 X̂ = 1 等价于 X = X̂. 我们无法直接最小化 I(X; X̂)，而且先获得

率失真函数的一个下界，然后证明这个下界是可达的. 对于任何一个满足失真限制的联合分布，我们有

I(X; X̂) = H(X)−H(X|X̂)

= H(p)−H(X ⊕ X̂|X̂)

≥ H(p)−H(X ⊕ X̂)

≥ H(p)−H(D).

由于 P (X 6= X̂) ≤ D 且 H(D) 在 D ≤ 1/2 时单增的. 于是，

R(D) ≥ H(p)−H(D).

我们下面说明，若能找到一个满足失真限制且有 I(X; X̂) = R(D) 的联合分布，则这个下界实际上

是率失真函数. 由于 0 ≤ D ≤ p，选取 (X, X̂) 使其联合分布满足如下图所示的二元对称信道，则可以达

到上式中的率失真函数.

我们来解释如何得到上面所述的信道输入处 X̂ 的分布，使输出分布 X 服从上图中指定的分布. 令
r = P (X̂ = 1)，并且对 r 的选取满足

r(1−D) + (1− r)D = p

或

r =
p−D

1− 2D
.

若 D ≤ p ≤ 1/2，则 p(X̂ = 1) ≥ 0，且 P (X̂ = 0) ≥ 0. 于是我们有

I(X; X̂) = H(X)−H(X|X̂) = H(p)−H(D)

且期望失真为 P (X 6= X̂) = D.
若 D ≥ p，则可通过令 X̂ = 0 的概率为 1 而达到码率 R(D) = 0. 此时，I(X; X̂) = 0，且期望失真

为 D = p. 同样地，若 D ≥ 1− p，则可通过令 X̂ = 1 的概率为 1 而达到码率 R(D) = 0. 因此，二元信
源的率失真函数为

R(D) =

{
H(p)−H(D), 0 ≤ D ≤ min{p, 1− p}
0, D > min{p, 1− p}.

从而得证.
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17.2.2 高斯信源

定理 17.12

一个 N (0, σ2) 信源在平方误差失真度量下的率失真函数为

R(D) =

{
1
2 log σ2

D , 0 ≤ D ≤ σ2,

0, D > σ2.

证明. 设 X ∼ N (0, σ2)，由推广到连续型字母表情形的率失真定理，我们有

R(D) = min
f(x̂|x):E(X̂−X)2≤D

I(X; X̂)

与前面的例子类似，首先获得率失真函数的一个下界，然后证明这个下界是可达的. 由于 E(X−X̂)2 ≤ D，

我们有

I(X; X̂) = h(X)− h(X|X̂)

=
1

2
log(2πe)σ2 − h(X − X̂|X̂)

≥ 1

2
log(2πe)σ2 − h(X − X̂)

≥ 1

2
log(2πe)σ2 − h(N (0, E(X − X̂)2))

=
1

2
log(2πe)σ2 − 1

2
log(2πe)E(X − X̂)2

≥ 1

2
log(2πe)σ2 − 1

2
log(2πe)D =

1

2
log σ

2

D
.

因此，

R(D) ≥ 1

2
log σ

2

D
. (17.1)

为了求得达到这个下界时的条件密度 f(x̂|x)，通常更为简便的办法是着眼考虑条件密度函数 f(x|x̂)，
对此，有时称作测试信道. 和二元信源情形一样，我们希望去寻找使等号成立的 f(x|x̂). 选取如下图所示
的联合分布.

如果 D ≤ σ2，取

X = X̂ + Z, X̂ ∼ N (0, σ2 −D), Z ∼ N (0, D).

其中 X̂ 与 Z 独立. 对于该联合分布，计算可得

I(X; X̂) =
1

2
log σ

2

D

以及 E(X−X̂)2 = D，于是这个联合分布可以达到 (17.1)中的下界. 如果 D > σ2，以概率 1选取 X̂ = 0，

则由此可得 R(D) = 0. 因此，高斯信源在平方误差失真下的率失真函数为

R(D) =

 1
2 log σ

2

D
, 0 ≤ D ≤ σ2,

0, D > σ2.
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17.2.3 独立高斯随机变量的同步描述

• 本小节考虑 m 个独立 (但服从不同的分布) 的正态随机信源 X1, · · · , Xm 的表示问题, 其中 X ∼
N (0, σ2

i ), 失真为平方误差失真.

• 假设用 R 比特来表示这个随机向量.

• 自然有这样一个问题: 如何分配这些比特到各成员, 才能使总失真最小?

• 将信息率失真函数的定义推广到向量情形, 我们有

R(D) = min
f(x̂m|xm):E d(Xm,X̂m)≤D

I(Xm; X̂m),

其中 d(Xm, X̂m) =
∑m

i=1(xi − x̂i)
2.

由前面的例子的讨论, 我们有

I(Xm; X̂m) =h(Xm)− h(Xm|X̂m)

=

m∑
i=1

h(Xi)−
m∑
i=1

h(Xi|Xi−1, X̂m)

≥
m∑
i=1

h(Xi)−
m∑
i=1

h(Xi|X̂i)

=

m∑
i=1

I(Xi; X̂i)

≥
m∑
i=1

R(Di)

=

m∑
i=1

(
1

2
log σ

2
i

Di
)+,

其中 Di = E(Xi − X̂i)
2. 等号可由前面例子类似地选取 f(xm|x̂m) =

∏m
i=1 f(xi|x̂i) 以及分别选取分布

X̂i ∼ N (0, σ2
i −Di) 得到.

因此, 求解率失真问题可简化如下的最优化问题 (为了简便起见, 使用奈特为单位):

R(D) = min∑
Di=D

m∑
i=1

max{1
2

ln σ2
i

Di
, 0}.

用拉格朗日乘子法, 我们建立函数

J(D) =

m∑
i=1

1

2
ln σ2

i

Di
+ λ

m∑
i=1

Di.

同时关于 Di 求偏导数, 并令其等于 0, 我们有

∂J

∂Di
= −1

2

1

Di
+ λ = 0

或

Di = λ′.
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此时, 由库恩–塔克条件可导出
∂J

∂Di
=

1

2

1

Di
+ λ,

其中 λ 的选取满足

∂J

∂Di

{
= 0 如果 Di < σ2

1 ,

≤ 0 如果 Di ≥ σ2
1 .

定理 17.13: 并联高斯信源的率失真

设 Xi ∼ N (0, σ2
i ) (i = 1, 2, · · · ,m) 为独立的高斯随机变量, 假定失真度量为 d(xm, x̂m) =∑m

i=1(xi − x̂i)
2, 则率失真函数为

R(D) =

m∑
i=1

1

2
log σ

2
i

Di
,

其中

Di =

{
λ 如果λ < σ2,

σ2
i 如果λ < σ2.

其中 λ 的选取满足
∑m

i=1Di = D.
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第18讲 信息论与统计学习

18.1

统计学习——通常被视为机器学习的一个子领域或同义词——致力于利用数据训练概率模型。这些

模型随后被用于预测、样本生成以及发现数据紧凑且有意义的表示。

统计学习的核心问题表述非常简单：给定从未知分布 Pdata 中采样得到的数据集，以及一个概率分布

族（模型）M = {pθ; θ ∈ Θ}，识别出M 中与 Pdata 最接近的分布 pθ∗。

因此，构建学习问题的第一步是指定一个概率模型，并配以衡量概率分布之间差异的适当散度度量。

在这些度量中，相对熵（或交叉熵）使用最为广泛，这主要是因为最小化相对熵等价于最大化观察数据的

对数似然。然而，在某些设定下，直接最大化对数似然在计算上是不可行的，此时人们会转而优化一个合

适的下界。在其他场景中，则会采用备选的信息论度量。

我们首先介绍监督学习，并通过经典的线性回归和逻辑回归预测模型阐明其应用。这一讨论作为神

经网络的铺垫，而神经网络是统计学习中最强大且应用最广的模型之一。

随后，我们转向生成模型，其主要目标是生成与训练数据集类似的样本。我们探讨的模型包括：自回

归模型（如大语言模型 LLM）；通过优化对数似然的证据下界（ELBO）进行训练的变分自编码器（VAE）
和扩散模型；使用各种 f -散度（第 1.7.1 节）作为训练目标的生成对抗网络（GAN）；以及使用 Fisher 散
度训练的基于分数的模型。

统计学习在概念上与参数估计问题密切相关。在参数估计中，我们假设存在真实参数 θ∗ ∈ Θ 满

足 pθ∗ = Pdata，目标是从数据中估计 θ∗。统计学习问题在关键方面脱离了这一传统范式：我们不假设

Pdata ∈ M。事实上，真实的数据生成分布可能位于M 之外。相反，模型的选择反映了关于数据生成分

布的先验知识、建模假设或归纳偏置。此外，参数空间（也称为模型类）可能比传统参数估计中复杂得多，

甚至可能由高度过参数化的深度神经网络族构成。

由于学习的目标是在未来数据上取得良好表现，而不仅仅是像传统统计学那样推断数据生成机制，因

此产生了一种潜在的张力：学习模型必须在拟合训练数据与泛化到新数据的能力之间取得平衡。过拟合

的模型可能在训练数据集上表现优异，却无法泛化到未见过的样本。这种权衡通常通过正则化来解决，正

则化限制了学习模型的有效复杂度，或惩罚过复杂的解，以提高泛化能力。最终得到的泛化能力通常通过

将观察到的数据划分为训练集和测试集，并根据模型在测试集上的表现进行评估来衡量。我们将在下一

章讨论这一学习核心方面的根本极限。

本讲中，我们主要考虑数据集结果,例如样本集 {xi, i = 1, . . . , n}或输入-输出对 {(xi, yi), i = 1, . . . , n}，
除非另有说明，输入-输出对 (xi, yi) 的取值范围为 RK ×RM。我们偶尔会使用下标 NN 来表示由神经网
络建模的函数或概率分布.

18.2 监督学习

为具体起见，下文中我们假设变量为离散随机变量。相同的讨论适用于连续随机变量，只需将 p 替

换为 f，将熵替换为微分熵。

在监督学习中，我们给定一个条件概率模型M = {pθ(y|x), θ ∈ Θ}，它描述了在给定输入（或特征）X
的情况下输出（或标签）Y 如何随机生成；以及一个从未知联合 pmf Pdata(x, y)中独立同分布（i.i.d.）采样
的输入-输出对数据集 {(xi, yi), i = 1, 2, . . . , n}。目标是在相对熵意义下，找到与真实条件 pmf Pdata(y|x)
最接近的条件 pmf pθ∗(y|x) ∈ M。
我们首先将这一目标与交叉熵联系起来。
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引理 18.1

最小化条件相对熵 D(Pdata(y|x) || pθ(y|x)|Pdata(x)) 这一目标等价于最小化条件交叉熵

H(Pdata(y|x), pθ(y|x)|Pdata(x))。

证明. 我们展开条件相对熵：

D(Pdata(y|x) || pθ(y|x) | Pdata(x)) = EPdata(x,y)[logPdata(Y |X)]− EPdata(x,y)[log pθ(Y |X)].

第一项是数据生成分布下的负条件熵 −H(Y |X)，它不是 θ 的函数。因此，最小化条件相对熵等价于最小

化

−EPdata(x,y)[log pθ(Y |X)], (18.1)

这正是条件交叉熵 H(Pdata(y|x), pθ(y|x) | Pdata(x))。

在实际应用中，数据的真实概率质量函数是未知的，因此我们改为最小化条件交叉熵的经验估计，或

者等价地，最大化数据的条件对数似然。

定义 18.2: 条件对数似然

给定数据集 {(xi, yi), i = 1, . . . , n}，我们将数据的条件对数似然定义为：

ln(θ) =

n∑
i=1

log pθ(yi|xi). (18.2)

由于对 n 的依赖性在上下文中很明确，在本讲的剩余部分我们将省略下标 n.

定理 18.3

设 (X1, Y1), . . . , (Xn, Yn) 为从 Pdata(x, y) 中采样的独立同分布的样本。若条件交叉熵

H(Pdata(y|x), pθ(y|x)|Pdata(x)) <∞，则我们有

1

n
ln(θ) =

1

n

n∑
i=1

log pθ(Yi|Xi)
P−→ −H(Pdata(y|x), pθ(y|x) | Pdata(x)) 依概率收敛. (18.3)

证明. 该定理是弱大数定律的直接推论。

该结果为使用数据的条件对数似然来估计最优参数 θ∗ 提供了合理性依据。这也支持了在监督学习中

使用条件相对熵作为距离度量，因为最大似然估计具备许多良好的统计性质。

注记 18.4

监督学习只是几种学习范式之一。本章我们还将遇到无监督学习：在无监督学习中，我们给定一

个没有关联标签的数据集 {xi, i = 1, 2, . . . , n}，旨在从给定的模型中选择一个概率分布 pθ(x)，使

其与未知的真实数据生成分布 Pdata 最接近。与监督学习类似，相对熵是常用的差异度量，但正如

我们将看到的，也会使用其他目标函数。

接下来，我们通过经典的线性回归和逻辑回归模型展示监督学习.
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18.2.1 线性回归

在回归分析中，我们指定一个条件 pdf f(y|x1, x2, . . . , xK)，旨在根据输入向量 (x1, x2, . . . , xK) 预测

输出（响应）变量 Y。预测器 r(x1, x2, . . . , xK) = E(Y | X1 = x1, X2 = x2, . . . , XK = xK) 被称为回归函

数。例如，输入向量可以代表历史股票价格以及宏观经济指标，输出是对未来股票收益的预测；或者它可

以包括历史用电量以及日期、月份和时段信息，输出是对电力需求量的预测。

回归函数是从输入-输出对数据集 {((x1i, x2i, . . . , xKi), yi), i = 1, . . . , n} 中估计得到的。估计该函数
可能具有挑战性，特别是在高维设定下，通常需要对给定输入的 Y 的条件概率密度函数施加结构性假设。

一种特别易于处理的方法是假设概率密度函数为高斯分布。在此假设下，条件期望在输入变量上是线性

的，自然引出了经典的线性回归模型。

定义 18.5

线性回归概率模型由所有形如以下形式的条件概率密度函数组成：

fθ(y|x1, x2, . . . , xK) = N

(
y;w0 +

K∑
k=1

wkxk, σ
2

)
, (18.4)

其中 w0, w1, . . . , wK ∈ R 被称为回归系数（或权重），σ2 是参数完全已知时预测误差的方差，参

数向量为 θ = (w0, w1, . . . , wK , σ
2)。

在该模型下，回归函数 r(x) = E(Y |X = x) = w0 +
∑K

k=1 wkxk 在 (x1, x2, . . . , xK) 上是线性的。定

义 wT = [w0, w1, . . . , wK ] 和 xT = [1, x1, . . . , xK ]，我们可以将参数更紧凑地重写为 θ = (w, σ2)，回归函

数重写为 r(x) = wTx。

为了估计（或学习）模型参数，我们使用监督学习，即寻找使数据的条件对数似然最大化的参数 (ŵ, σ̂2)：

l(w, σ2) =

n∑
i=1

logN (yi;w
Txi, σ

2) (18.5)

= −n
2

log(2πσ2)− log e
2σ2

n∑
i=1

(yi − wTxi)
2. (18.6)

该优化问题具有闭式解（解析解）.

定理 18.6

使式 (1.5) 最大化的参数值由著名的最小二乘公式给出：

ŵ = (XTX)−1XT y, (18.7)

σ̂2 =
1

n

n∑
i=1

(yi − ŵTxi)
2, (18.8)

其中

X =


1 x11 · · · xK1

1 x12 · · · xK2

...
... . . . ...

1 x1n · · · xKn

 , y =


y1

y2
...
yn

 . (18.9)

量 nσ̂2 被称为残差平方和（RSS）。

参数学习完成后，估算的回归函数 r̂(x) 可用于根据未见的输入 x′ 预测输出 Ŷ ′，即 Ŷ ′ = ŵTx′.
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18.2.2 逻辑斯蒂回归

在分类问题中，我们指定一个条件概率质量函数 p(y|x1, x2, . . . , xK)，其中 (x1, x2, . . . , xK) 是输入向

量，类标签 y 取值于大小为 M 的有限集M。目标是在给定输入向量的情况下预测类别 Y。例如，输入

向量可以表示一封电子邮件或从中提取的特征，类标签 y ∈ {垃圾邮件,非垃圾邮件}；或者表示手写字符
的特征，类标签 y ∈ {A,B, . . . , Z}。

为了执行分类，我们从输入-输出对数据集 {((x1i, x2i, . . . , xKi), yi), i = 1, . . . , n} 中估计条件概率质
量函数 p(y|x1, x2, . . . , xK) 的模型。我们从逻辑斯蒂回归（Logistic Regression）开始，这是二分类问题
（M = {0, 1}）中经典且广泛使用的模型。

定义 18.7

逻辑斯蒂回归概率模型由所有形如以下形式的条件概率质量函数组成：

p(y|x) = Bern

y;σ
w0 +

K∑
j=1

wjxj

 , (18.10)

其中

σ(a) =
1

1 + e−a
, a ∈ R (18.11)

被称为逻辑斯蒂函数（或 Sigmoid 函数）。我们定义 wT = [w0, w1, . . . , wK ]，xT = [1, x1, . . . , xK ]，

以及 pi = σ(wTxi), i = 1, . . . , n。

给定标注数据集中 {(xi, yi), i = 1, . . . , n}，其中 xi ∈ RK，yi ∈ {0, 1}，我们希望学习参数 w。这是

监督学习的另一个实例，每个输入 xi 都配有一个已知的标签 yi。在逻辑回归中，参数 w 通过最大化数

据的条件对数似然来确定：

l(w) =

n∑
i=1

log Bern(yi; pi) (18.12)

=

n∑
i=1

(yi log pi + (1− yi) log(1− pi)) . (18.13)

因此，数据的负对数似然等于 n 倍的平均交叉熵（或平均对数损失）。

与线性回归不同，ŵ 没有闭式解。然而，对数似然 l(w) 关于 w 是凹函数，可以通过数值方法最大化，

例如使用梯度上升——一种形如以下形式的迭代优化算法：

w(t+1) = w(t) + γ∇l(w(t)), t = 1, 2, . . . (18.14)

其中 γ > 0 被称为学习率。利用导数关系：

dσ

da
=

e−a

(1 + e−a)2
= σ(a)(1− σ(a)), (18.15)

我们可以证明梯度具有如下简单形式：

∇l(w) =
n∑

i=1

(yi − pi)xi. (18.16)

逻辑回归可以扩展到两个以上的类别。设 a ∈ RM，定义 Softmax 函数为：

softmax(a) =
(

ea1∑M
m=1 e

am

, . . . ,
eaM∑M

m=1 e
am

)
. (18.17)
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注意到这自然地将逻辑函数扩展到了 M > 2 的情形。

我们用 Cat(y; p1, . . . , pM ) 表示分类概率质量函数，其中：

pm = softmaxm(a) =
eam∑M

m′=1 e
am′

, m = 1, . . . ,M. (18.18)

定义 18.8

多分类逻辑回归概率模型由形如以下形式的条件 pmf 组成：

p(y|x) = Cat(y; softmax(wT
1 x, . . . , w

T
Mx)), (18.19)

其中 xT = [1, x1, . . . , xK ]是输入向量，wT
m = [wm0, wm1, . . . , wmK ]是权重向量，y ∈ {1, 2, . . . ,M}

是输出（类别）。

与前面一样，给定标注数据集 {(xi, yi), i = 1, . . . , n}，我们希望学习使条件对数似然最大化的参数
ŵ1, . . . , ŵM：

l(w1, . . . , wM ) =

n∑
i=1

M∑
m=1

yim log pim, (18.20)

其中对于 m = 1, . . . ,M, i = 1, . . . , n：

pim = softmaxm(wT
1 xi, . . . , w

T
Mxi) (18.21)

且

yim =

1 若 yi = m,

0 否则.
(18.22)

该优化问题同样是凸优化问题，可以通过梯度上升法求解.

18.3 神经网络

首先，我们介绍单层神经网络，作为线性回归和逻辑回归模型的自然扩展.

18.3.1 单层网络

单层神经网络由一组输入 x 和一组输出 y 组成，表示为：

ym = ϕm

(
wm0 +

K∑
k=1

wmkxk

)
, m = 1, . . . ,M, (18.23)

其中 wm0, wm1, . . . , wmK 为权重，ϕm 是与输出 m 关联的激活函数。

单层神经网络的示例包括：

• 线性回归：此处 ϕm 为恒等函数。

• 逻辑回归：此处 ϕ1(a) = σ(a)。

• 感知机（Perceptron）：单层神经网络最早的例子，激活函数为赫维赛德阶跃函数（Heaviside step
function）：

ϕm(a) =

1 若a ≥ 0,

0 若a < 0.
(18.24)

• 多分类逻辑回归：此处 ϕ1, . . . , ϕM 被替换为向量值函数 ϕ(a) = softmax(a)。
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18.3.2 双层网络

单层神经网络的输出是输入加权和的函数，这一事实限制了其拟合函数的能力。增加表达能力的一

种方法是添加一层固定的非线性基函数，使得：

ym = ϕm

(
wm0 +

K∑
k=1

wmkψk(x)

)
, m = 1, . . . ,M. (18.25)

例如，假设单一输入 x，基函数可以是多项式 xk、“高斯”函数或 Sigmoid函数 ψk(x) = exp
(
− (x−µk)

2

2s2

)
、

ψk(x) = σ
(
x−µk

s

)
等。

通过增加基函数的数量，此类模型可以任意好地逼近一大类函数。此外，由于模型对于权重仍然是线

性的，1.1.1 和 1.1.2 节中线性回归和逻辑回归的推导可以通过将每个输入变量 xk 替换为 ψk(x) 自然延

续。然而，在实际应用中，这种方法的有效性受到限制，因为基函数是固定的，无法适应训练数据。通过

从数据中学习基函数而不是先验地固定它们，可以克服这一局限. 由此产生的架构由一个隐藏层和一个输
出层组成。按照标准机器学习术语，输入层不计为网络层；因此，该架构被称为双层神经网络.
在第一层中，我们将输入进行线性组合得到：

a(1)m = w
(1)
m0 +

K∑
k=1

w
(1)
mkxk, m = 1, . . . ,M1. (18.26)

然后，我们使用非线性激活函数转换每个 a
(1)
m ，得到第一层的输出：

z(1)m = ϕ(1)(a(1)m ), m = 1, . . . ,M1. (18.27)

在第二层中，我们将 z
(1)
k 值进行线性组合得到：

a(2)m = w
(2)
m0 +

M1∑
k=1

w
(2)
mkz

(1)
k , m = 1, . . . ,M. (18.28)

最后，我们使用另一个激活函数转换每个 a
(2)
m 以获得网络输出：

ym = ϕ(2)m (a(2)m ), m = 1, . . . ,M. (18.29)

隐藏层中使用的激活函数的例子包括逻辑 Sigmoid 函数 σ(a)、赫维赛德阶跃函数，以及修正线性单

元（ReLU）ϕ(a) = max(0, a)。输出层中可以使用相同的激活函数，但根据应用的不同通常会做出不同的
选择。例如，在回归中通常使用恒等函数，而在多分类中 Softmax 函数很常见。

上述双层神经网络已被证明是通用函数逼近器（Universal Function Approximator）。例如，考虑一
个具有恒等输出激活函数的单输出双层神经网络，表达为：

y =

M∑
m=1

w(2)
m ϕ

(
w

(1)
m0 +

K∑
k=1

w
(1)
mkxk

)
, (18.30)

其中 ϕ 是激活函数（如逻辑 Sigmoid 函数 σ）。关于该网络逼近能力的以下结果在 (Funahashi 1989) 中
得到证明。

定理 18.9

设 ϕ(a) 为有界单调递增函数。设 K ⊂ RK 为紧集，ĝ(x) 为 K 上的实值连续函数。则对于任意
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ϵ > 0，存在整数 M 和权重 {w(1)
m0, w

(1)
mk, w

(2)
m ,m = 1, . . . ,M, k = 1, . . . ,K}，使得：

ĝ(x) =

M∑
m=1

w(2)
m ϕ

(
w

(1)
m0 +

K∑
k=1

w
(1)
mkxk

)
(18.31)

满足 maxx∈K |g(x)− ĝ(x)| < ϵ。

尽管上面结果确立了双层神经网络的表达能力，但它们仅保证了存在能够以任意精度逼近任何给定

函数的神经网络。特别是，它们没有给出达到所需逼近精度所需的网络规模, 也没有说明如何在实践中有
效地训练此类网络。

通过引入额外的隐藏层可以缓解其中的一些局限性，这通常会减少表示复杂函数所需的参数数量。尽

管此类深层网络曾经在计算上不可行，但硬件和优化方法的进步，结合大规模数据集的可用性，使得训练

具有数十甚至数百层以及数十亿参数的网络成为可能.

18.3.3 深度网络

我们将双层网络的描述扩展到 L > 2层，如下所示。设输入向量为 z(0) = x，其中 x = [1, x1, . . . , xK ]T。

对于每个层 l = 1, 2, . . . , L− 1，设输出向量 z(l) 的长度为 Ml；对于层 L，设输出向量 y 的长度为 M。

W (1) W (2) W (L)

1

x1

...
xK

ϕ(1)

ϕ(1)

...
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1

z
(1)
1

z
(1)
2

z
(1)
M1

ϕ(2)

ϕ(2)

...

ϕ(2)

1

z
(2)
1

z
(2)
2

z
(2)
M2

. . . . . .

1

z
(L−1)
1

z
(L−1)
2

z
(L−1)
ML−1

ϕ
(L)
1

ϕ
(L)
2

...

ϕ
(L)
M

y1

y2

yM

定义权重矩阵，则层 l = 1, . . . , L− 1 的输出可以表示为：

z(l) =

[
1

ϕ(l)(W (l)z(l−1))

]
, (18.32)

其中 ϕ(l)(a) = [ϕ(l)(a1), . . . , ϕ
(l)(aMl

)]T。网络的最终输出由下式给出：

y = [ϕ
(L)
1 (a

(L)
1 ), . . . , ϕ

(L)
M (a

(L)
M )]T , (18.33)

其中 a(L) =W (L)z(L−1)。

18.3.4 基于神经网络的回归与分类

神经网络（NN）可用于回归和分类，形式如下：

• 回归：具有神经回归函数的概率模型形式为：

p(y|x) = N (y; rNN(x), σ
2
NN), (18.34)

其中 rNN(x) 由神经网络建模，其输出层具有单个恒等激活函数单元。
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• 二分类：概率模型形式为：
p(y|x) = Bern(y; pNN(x)), (18.35)

其中神经网络的输出具有单个逻辑 Sigmoid 激活单元。

• 多分类：概率模型形式为：
p(y|x) = Cat(y; pNN(x)), (18.36)

其中输出层使用 Softmax 激活函数。

18.3.5 神经网络训练

与线性回归和逻辑回归类似，训练神经网络基于数据集，旨在寻找一组能最大化对数似然（或更一般

地，优化所选目标函数）的权重。与这些简单模型不同，由此产生的优化问题通常是高度非凸的，因此无

法保证找到全局最优解。在实践中，神经网络采用可微激活函数，并使用基于梯度的优化方法来寻找局部

最优解或驻点。通过重复应用微分的链式法则（称为反向传播），梯度的计算变得高效；同时，通过随机

梯度下降（SGD）方法进一步加速训练，其中梯度在每次迭代中在随机选择的数据小批量（mini-batch）
上求值.

18.4 自回归模型

我们现在转向生成模型，其目标是训练一个概率模型，然后使用它生成类似于训练数据集的新样本。

例如，在自然语言处理中，目标是生成反映语言结构和统计特性的文本；在音乐创作中，生成与给定流派

一致的乐曲；在计算机视觉中，合成具有期望内容的图像或视频。

我们考虑的第一类生成模型是自回归模型，它特别适合由顺序信息源产生的数据，如文本、语音和音

乐。

定义 18.10

自回归概率模型 P 由所有通过概率链式法则表达的概率质量函数（或概率密度函数）组成：

pθ(x) = pθ(x1)pθ(x2|x1) . . . pθ(xK |xK−1), (18.37)

其中 x ∈ XK（对于某个有限集 X），且 θ 在参数集 Θ 中取值。

变量 xk 的顺序对应于数据生成的顺序，例如文本块中单词或 Token 的顺序。

18.4.1 训练自回归模型

给定一组自回归概率分布 P 和从未知 pmf Pdata 中独立同分布采样的数据集 {xi, i = 1, . . . , n}，我
们希望选择最接近 Pdata 的 pmf pθ ∈ M。
首先假设 x ∈ XK。我们可以简单地通过频数表估计每个条件概率 pθ(xk|xK−1) 来“训练”模型。然

而，随着 k 的增加，存储这些估计所需的表大小呈指数级增长，这使得该方法不可行。为了解决这个问

题，我们可以用有限记忆的马尔可夫过程来逼近自回归模型。Shannon (1948) 曾使用这种方法来估计英
文文本的熵。然而，它产生的采样文本与自然语言几乎没有相似之处。这表明生成可以通过英语测试的句

子需要具有长记忆的模型。

另一种训练自回归模型的方法是对每个条件分布进行参数化。例如，假设二值数据 x ∈ {0, 1}K，我
们可以为每个步骤 k 使用单独的逻辑回归模型:

Pθk(xk|xk−1) = Bern(xk;σ(w0k +

k−1∑
j=1

wjkxj)). (18.38)
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并使用监督学习训练每个模型。

这种方法需要训练 K 个不同的模型，效率低下且扩展性差。对每个条件使用更强大的模型（如专用

神经网络）只会恶化这种扩展问题，使其在计算上难以承受。更重要的是，这种方法未能捕获一种直觉，

即序列的底层规则（如文本中的语法）在不同位置上应该是一致的。

一种更有效且具备可扩展性的解决方案是使用具有共享参数集 θ 的单个神经网络来对所有条件分布

建模。然后，通过在单一模型 pθ(x)下最大化数据集的对数似然来联合训练整个模型。这就是 Transformer
等现代架构背后的原理。

对于文本等离散数据，网络通常输出词表 X 上 Softmax 分布的 Logits。对于连续数据，网络可以配
置为输出更复杂分布的参数，例如高斯混合模型。

18.4.2 关于自回归模型的注记

1. 困惑度（Perplexity）在自然语言处理中——特别是大语言模型（LLM）——性能通常在测试数据
集上使用经验困惑度进行评估。困惑度是每个 Token 负对数似然的指数。较低的困惑度表明模型更
好，因为它对应于数据上更高的平均单 Token 概率。

2. 预测训练好的自回归模型 pθ(x) 可用于预测。给定观察到的序列前缀，模型可以通过评估分布预测

下一个元素。

3. 采样模型的预测分布为序列生成提供了基础。一种常用的方法是祖先采样（Ancestral Sampling）：
首先从 pθ̂(x1) 中抽取 a1；然后从 pθ̂(x2|a1) 中抽取 a2；继续顺序采样，直到获得完整序列 aK。

4. 推理在人工智能中，根据模型进行预测和样本生成通常被称为“推理”（Inference）。注意不要将此
用法与统计学中的“统计推断”概念混淆。

5. 顺序概率估计与通用压缩训练好的自回归模型充当强大的顺序概率估计器。它可以与算术编码相结
合以进行通用数据压缩。
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